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OZET

Yiiksek Lisans Tezi

ISLETMELERIN IFLAS TAHMININDE MAKINE OGRENMESI
ALGORITMALARININ KARSILASTIRMALI ANALiZI

Gizem DILKi

Istanbul Ticaret Universitesi
_Fen Bilimleri Enstitiisii
Istatistik Anabilim Dal

Danisman: Prof. Dr. Ozlem DENIZ BASAR
2021, 116 sayfa

Iflas, isletmelerin _finansal agidan iglevini yerine getirememesi olarak
tanimlanmaktadir. Iflas surece yaygin olarak gerceklesir, bu durumda iflasin
cesitli modellemeler yardimiyla tahmin edilmesi mimkiin olabilmektedir.

Bu calismada, oncelikle iflas tanimi ve iflas siirecine deginilmistir. Ardindan,
iflas tahmin modellerinin tarihsel gelisimine yer verilmistir. Gelisen teknoloji ile
birlikte, veri saklama, saklanan veriyi islemeye verilen ©6nem Uzerinde
durulmus, bu baglamda makine 6grenmesi disiplininden bahsedilmistir. Makine
ogrenmesi, iflas tahmin problemine siniflandirma algoritmalarn kullanilarak
uyarlanmistir. Bu amacla calismada Kaliforniya Universitesi veri tabanindan
alinan Polonyalli sirketler veri seti kullaniimistir. Siniflandirma algoritmalari
olarak denetimli makine 6grenmesi algoritmalarindan olasilik tabanli Naive
Bayes, tembel 6grenici k En Yakin Komsuluk ve istatistiksel 6grenme teorisi
temelli Destek Vektor Makinesi kullaniimigtir. Veri 6n isleme asamasinda Kanit
Agirhg1 ve Bilgi Dederi kriterleri yardimiyla degisken secimi yapilmistir. Veri
setindeki dengesizligi azaltmak amaciyla SMOTE asiri 6rnekleme yontemi
kullanilmistir. Calismada duyarlilik, keskinlik, F puani ve dogruluk degerleri ile
ROC egrisi ve AUC degeri hesaplanmistir. Ilgili performans 6lgitleri ile
karsilastirilan Ug algoritma arasindan en basarili siniflama sonucunu veren
algoritma Destek Vektor Makinesi algoritmasi olmustur.

Anahtar Kelimeler: iflas tahmini, k en yakin komsuluk, naive bayes, destek
vektor makineleri, smote, kanit agirhg, bilgi degeri



ABSTRACT

M.Sc. Thesis

COMPARISON ANALYSIS OF MACHINE LEARNING ALGORITHMS IN
BANKRUPTCY PREDICTION

Gizem DILKi

Istanbul Commerce University
Graduate School of Applied and Natural Sciences
Department of Statistics

Supervisor: Prof. Dr. Ozlem DENiZ BASAR
2021, 116 pages

Bankruptcy is defined as the inability of companies to perform their functions
financially. Bankruptcy widely occurs in the process; with this, it is possible to
predict bankruptcy with the help of various modeling.

In this study, first of all, the definition of bankruptcy and the bankruptcy
process are discussed. Then, the historical development of bankruptcy
prediction models are included. With the developing technology, the
importance given to data retention and processing stored data is emphasized
and machine learning discipline is mentioned in this context. Machine learning
is adapted to the bankruptcy prediction problem using classification
algorithms. For this purpose, a data set of Polish companies taken from the
University of California (UCI) database is used in the study. As classification
algorithms from supervised machine learning algorithms, probability-based
Naive Bayes, lazy learner k Nearest Neighborliness and Support Vector
Machine based on statistical learning theory is used. Variable selection is made
with the help of Evidence Weight and Information Value criteria during the
data pre-processing phase. The SMOTE over-sampling method is used to
reduce the imbalance in the data set. In the study, sensitivity, specificity, F
score and accuracy values and ROC curve and AUC value are calculated. Of
the three algorithms compared with the relevant performance criteria, the
algorithm that gave the most successful classification result is the Support
Vector Machine algorithm.

Keywords: bankruptcy prediction, k nearest neighbour, naive bayes, support
vector machines, smote, weight of evidence, information value
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1. GIRIS

Gecmisten gunumuze kar amaciyla kurulan tliim organizasyonlarin ortak amaci,
bulunduklan pazarda yer edinmek ve devamlilik saglamaktir. Bu amacla
firmalar, varliklarini slrddrebilmek ve sektérde uzun dbénemler boyunca
faaliyetlerini devam ettirebilmek amaciyla gesitli calismalar yapmaktadir. Firma
surekliligini saglamak amaciyla gerceklestirilen calismalarin  blyilk bir
bélimund firmalarin operasyon dmrind direkt olarak etkileyecek basliklardan

biri olan finansal sorunlar olusturmaktadir.

Firmalarin basarili olmak ve uzun vadeli sirekliliklerini saglamak icin finansal
saglklarini  dizenli olarak dederlendirmeleri, olumsuz bir durum
0ngoriildiginde hizlica miidahale etmeleri gerekmektedir. Sirketlerin finansal
kosullarini olumsuz yénde ve derinden etkileyen durumlarin sonucunda sirket
iflasa slrlklenebilmektedir. Bu dlslinceden hareketle, firmanin iflas etme
potansiyelinin tahmini, sirketlerin gelecege yonelik adimlarinda en etkin roli

oynayan konulardan biri haline gelmistir.

Maddi kayiplar, sirketlerin basta ydéneticileri, yatirrmcilari, hissedarlari, ardindan
alacaklilar ve galisanlar hatta sirketin biyiikligiine gore Ulke ekonomisi igin
bile 6nemli bir yere sahiptir (Onan, 2015). Bu nedenle, iflas tahmini firmalar
icin bir endise kaynadi haline gelmis ve uzun dénemler boyunca konuyla ilgili
akademik diizeyde calismalar yapilmistir.

Calismanin ilk amaci, iflas tahmini problemini bir makine 6grenmesi problemine
uyarlayarak ilgili donemde firmalarin iflas edip etmeyecegini tespit etmektir.
Ikinci amacg ise, birden fazla makine 6grenmesi algoritmasi ile (Naive Bayes, k
En Yakin Komsu ve Destek Vektér Makinesi) tahminde bulunarak cesitli dlciitler

Uzerinden algoritmalarin tahmin performanslarini karsilagtirmaktir.



Bu motivasyonla hazirlanan calismanin ilk béliminde, literatlirde yer alan
calismalar incelenmistir. iflas tahmini probleminde makine 6grenmesi
algoritmalarinin karsilagtirma analizi yapilan akademik calismalarda hangi
algoritmanin daha iyi sonug¢ verdigine deginilmistir. Calismanin ikinci
béliminde, iflas tahmin modellerinin tarihsel gelisimine yer verilmistir.
Oncelikle iflas tanimi ve iflas siireci {izerinde durulmustur. Ardindan, 1930’lu
yillardan baslayarak gelisen iflas tahmin modelleri ézelinde, teorik tahmin
yontemlerinden makine 6grenmesi algoritmalari yardimiyla ¢6ziimlenen iflas

tahmin problemlerine uzanan gelisim stireci anlatiimistir.

Calismanin Uglncli bolimiinde, makine 6grenmesi kavrami detayll olarak
irdelenmistir. Veri madenciligi motivasyonundan yola cikilarak ortaya gikan ve
istatistik bilimi ile kesisen yapay zeka ile onun bir alt kiimesi olan makine
o0grenmesi problemleri aktarilmistir. Makine ©6grenmesi problemi 6zelinde
kullanilabilecek algoritmalar tanitilmistir. Bolimin devaminda, bu calisma
Ozelinde secilen (g farkl algoritma Naive Bayes, k En Yakin Komsu ve Destek

Vektdr Makineleri teorik alt yapilari ile birlikte verilmistir.

Uygulama béliminde, arastirmada kullanilan veri seti tanitilmis ardindan
arastirmanin metodolojisine yer verilmistir. 5 farkli dénem icin firmalarin iflas
tahminine yer verilen problem icin WOE ve 1V kriterleri ile degisken segimi
adimlan anlatilmistir. Veri setindeki hedef degisken oranindan &tiirl asiri
ornekleme calismasi yapilmis, bu adim sonrasinda veri seti, egitim ve test verisi
olarak ayrilmistir. Veri seti tim siniflandirma algoritmalari icin %70 egitim seti

ve %30 test seti olacak sekilde bolinmustar.

Teorik altyapilari aktarilan makine 6grenmesi algoritmalarinin iflas tahmin
problemine uygulanmasi ile ilgili adimlara yer verilmistir. Calisma 6ncesinde
tanitilan Dogruluk, Keskinlik, Duyarliik, F1 Puani, ROC egrisi ve egri altinda
kalan alan AUC degeri performans olglitleri ile Naive Bayes, k En Yakin Komsu
ve Destek Vektdr Makinesi algoritmalari sinanmistir. Ilgili metrikler {izerinden

analiz bulgulari paylasiimistir.



Calismanin  son boliminde ise algoritmalarn karsilastirma islemi
gerceklestirilmistir. Algoritmalar karsilastirildiktan sonra, en yiiksek dogru
siniflama performansina sahip makine 6grenmesi algoritmasi secilmis ve ileriki

calismalar icin 6neriler sunulmustur.



2. LITERATUR OZETI

Son yillarda makine 6grenmesi algoritmalarinin (izerinde cokca durulmasi,

modelleri egitecek yeni aclkk kaynak kodlu ya da paket programlarin

gelistiriimesiyle, ©nceleri teorik tabanli galismalarin yapildigi iflas tahmini

problemi makine 6grenmesi algoritmalari ile tahmin edilmeye baslanmistir.

Calismalar gostermektedir ki farkl veri setleri ve farkl algoritma, parametre

secimleri ile dogru tahmin etme orani degisebilmektedir. Iflas tahmini problemi

Uzerinden makine 6grenmesi algoritmalarinin karsilastiriimasi arastirildiginda

One cikan bazi calismalar Tablo 2.1’de verilmistir.

Tablo 2. 1. Literatiir Ozeti

Calismanin ] En Iyi Tahmini
. Karsilastirilan Algoritmalar . .
Sahibi, Yil Saglayan Algoritma
(Chen vd., k En Yakin Komsu ve Parcacik Stiriimii | Yaklasik esit sonuclar
2011) Optimizasyonu Hibrit Modeli vermistir.
Destek Vektor Makineleri k En Yakin
Komsu ve Cok Katmanl Algilayici Hibrit
Modeli
(Olson vd., Yapay Sinir Aglari
2012) Destek Vektor Makineleri Karar Adaclar
Karar Adaclar
k En Yakin Komsu
Bulanik En Yakin Komsu
Destek Vektor Makineleri
) ) En  Yakin Komgu Destek Vektor
(Arieshanti Bulanik En Yakin
Makineleri
vd., 2013) Komsu
Cok Katmanl Algilayicilar
Torbalama
Cok Katmanl Algillayiclar ve Coklu
Dogrusal Regresyon Hibrit Modeli
(Zhou vd., Destek Vektor Makineleri Destek Vektor
2014) Genetik Algoritmalar Makineleri




(Gepp ve Kumar,

Lojistik Regresyon

CART Karar Adaci

2015) Diskriminant Analizi
CART Karar Adaci
Cox Modelleri
(Lu vd., 2015) Genetik Algoritma Anahtarlama

Parcacik Sirisi Optimizasyonu
Anahtarlama Pargacik Surlst
Optimizasyonu ve Destek Vektdr
Makinesi Hibrit Model

Parcacik Sirisl
Optimizasyonu ve
Destek Vektor
Makinesi

(Onan, 2015)

Farkli Karar Agaci Algoritmalari

Rastgele Orman

(Klepac ve
Hampel, 2016)

Lineer Cekirdek Fonksiyonlu Destek
Vektor Makineleri

Polinominal Cekirdek Fonksiyonlu
Destek Vektdr Makineleri

Radyal Tabanl Cekirdek Fonksiyonlu
Destek Vektdr Makineleri

Rastgele Orman

Karar Adaclar

Rastgele Orman ve
Karar Adaclar

(Zieba vd., 2016)

Yapay Sinir Aglari

Destek Vektor Makineleri
Lojistik Regresyon
Rastgele Orman

Extreme Gradient Boosting

Extreme Gradient
Boosting

(Alaka vd., 2018)

Coklu Ayirim Analizi
Lojistik Regresyon
Yapay Sinir Aglari
Destek Vektdr Makineleri
Kaba Setler

Vaka Tabanl Sinama
Karar Agaci

Genetik Algoritmalar

Yapay Sinir Aglari ve
Destek Vektor
Makineleri

(Stankova ve
Hampel, 2018)

Lojistik Regresyon
Destek Vektor Makineleri

Siniflandirma Agaglari

Lojistik Regresyon




(Le vd., 2018)

Rastgele Orman
Karar Adaclar
Cok Katmanl Algilayici

Destek Vektdor Makinesi

Rastgele Orman

(Alexandropoulos
vd., 2019)

Yogun Derin Sinir Aglari
Naive Bayes

Lojistik Regresyon
CART Karar Adaci

Cok Katmanl Algilayici

Yogun Derin Sinir
Adlari

(Mai vd., 2019)

Lojistik Regresyon
Destek Vektor Makineleri

Rastgele Orman

Rastgele Orman

(Korol, 2019)

Bulanik Kiimeler
Cok Katmanlh Yapay Sinir Aglari
Tekrarlayan Yapay Sinir Aglar

Karar Adaclari

Bulanik Kiimeler

(Fernandez-Gamez
vd., 2019)

AdaBoost

Naive Bayes

C4.5

Cok Katmanl Algilayicilar

Destek Vektdor Makineleri

Naive Bayes

(Horak vd., 2020)

Destek Vektor Makinesi
Yapay Sinir Aglari

Sinir Aglar




3. IFLAS TAHMIN MODELLERI

Iflas, firmalarin faaliyetlerinin durmasina ve bulunduklari sektérde varlik
gOsterememesine neden olan negatif bir durumdur. Firmalarin iflasi zaman
icerisinde gerceklesmektedir. Bu nedenle iflas, farkli etmenlere bagl olarak

gelisen, farkl tirlerde karsimiza gikabilen bir durum halini almistir.

3.1. Iflas Tanimi

Isletmeler, Urettikleri mal ya da sunduklari hizmetler ile gerek yerli gerek ulusal
gerekse kiresel boyutta ekonomiye yon veren d6nemli organizasyonlardan
biridir. Gegmisten guniumuze tim sirketlerin hizmet verilen sektor ya da sirket
blylkligu gozetilmeksizin ekonomiye katma deder saglayabilecek yapilardan
biri oldugu dusiindlmektedir. Bu nedenle firmalar, varliklarini devam
ettirebilmek, piyasada uzun doénemler boyunca yer edinebilmek amaciyla
birtakim stratejik calismalar yapmaktadir. Calismalarin biylk bir bolimunu
firmalarin yasam suresini direkt etkileyecek konulardan biri olan finansal
konular olusturmaktadir. Firmalar, mali durumlarini dizenli olarak gbzden
gecirme ihtiyaci hissetmekte, finansal sagliklarini 6lcimlemektedir. Finansal
sagliklariyla en cok ilgilenenler genelde organizasyon iginde hissedarlar,
memurlar, yoneticiler, calisanlar ve i¢ denetciler; organizasyon disinda ise

bankalar, musteriler, alacakllar ve tedarikgiler olmustur (Shariq, 2016).

Sirketlerin olumsuz finansal durumlari finansal basarisizlik, tasfiye, iflas gibi
cesitli terimlerle ifade edilmektedir. Bu terimler i¢ ice olmakla birlikte farkl
anlamlara gelmektedir. Bu tanimlar arasindan, sirketin finansal olarak negatif
durumunu nitelendirirken kullanilabilecek en adir terim iflastir. Iflas farkli

sekillerde tanimlanabilir.

Finansal sikintilarin kesin ayrimi henliz yapilamamakla birlikte teorik olarak
bakildiginda finansal sikinti farkli derecelere sahiptir. Ornek olarak, nakit akisini

yonetmekte zorluk yasayan firmalar hafif finansal sikinti yasayan firmalar



olarak kabul edilir; ancak borclarini 6deyememe, temerrit gibi durumlarin
konu oldugu finansal sikintilar yiliksek finansal sikintilardir ve iflas olarak
adlandinhr (Shi ve Li, 2019). Literatiirde iflas tahmin modeli caligmalari
baslatildigindan bugiine, sirketlerin finansal saghigina yonelik arastirmalar
temelde iflas tanimina ve finansal tahminine odaklanmistir. Cogu zaman,
calismalarda gorev alan arastirmacilar basarisiz ve basarisiz olmayan firmalari
ayirt eden cizgi olarak nihai basarisizlik terimi kullanarak iflas etme durumunu

referans vermiglerdir.

Finansal basarisizlik terimi, uzun yillar 6énce, tatmin edici olmayan is sartlarini
tanimlamak icin isletmelerle ilgili istatistikler saglayan Dun and Bradstreet
(D&B) firmasi tarafindan benimsenmistir. D&B'ye gbre “atama veya iflas
sonrasinda faaliyeti durdurulan isletmeler; bu tir eylemleri icra, haciz veya
sonra alacakllara zarar ile sona erenler; goénulli olarak geri cekilenler,
6denmemis yakumliltkleri terk edenler veya alicilik, iflas yeniden yapilanmasi
veya dizenleme gibi mahkeme islemlerine dahil olanlar, alacakllarla géndlla
olarak uzlasmaya calisanlar” is basarisizliklari yasayan firmalar arasinda yer
alir. Hem yeniden yapilandirma hem de tasfiye diinyanin birgok Ulkesinde
mevcut eylem durumlandir ve su 6nermeye dayanmaktadir: Bir varligin icsel
veya ekonomik degeri mevcut tasfiye degerinden biiyik ise, hem bir kamu
politikasi hem de taraf muilkiyeti acisindan, firmanin yeniden érglitlenmeye
devam etmeye calismasina izin verilmelidir. Ancak, eger firmanin varliklari
"canlidan daha fazla 61l degerinde" yani ekonomik gidis-endise degeri tasfiye

degerini asiyorsa tercih edilen bir alternatiftir (Altman ve Hotchkiss, 2006).

Iflas, sirket sahiplerinin borclarini belirlenen siire zarfinda alacaklilara
ddeyememesi ile meydana gelen hukuki bir siire¢ olarak tanimlanabilir. Iflas
kendi icinde birden fazla tiire ayriimaktadir. IIk tip iflas, firmanin 6z sermaye
yani toplam borg ile alacaklar arasindaki fark durumuna gore degerlendirilir.
Daha gozlemlenebilir olan ikinci tip, sirketin bolge mahkemesinde yaptigi resmi
beyanla, mal varligini tasfiye etmek ya da bir kurtarma programina tesebbiis

etmek icin bir dilekge sunmasini ifade eder (Altman ve Hotchkiss, 2006).



Literatlirde yer alan bir diger calismaya gore iflas tirleri ¢ ana baslga
ayrilmistir. Bunlardan ilki olan yasal iflas, sirketin iflas beyani icin mahkemeye
gittigi durumda olusan iflastir. Sirketin anapara ve faizi geri édemek igin
sdzlesmeyi zamaninda yerine getirememesi durumunu aciklayan tire ise teknik
iflas denir. Uclincii olarak, muhasebesel iflas olarak tanimlanan, sirket
muhasebe kayitlarina sadece negatif varliklar girisi yaptigi durumu anlatan bir
iflas tlrl bulunmaktadir (Ross vd., 2010).

Bir sirket kisa vadeli borcunu yerine getiremezse, teknik olarak iflas etmis
sayllir. Teknik iflas, likidite eksikligi gosterir ancak sirketin iflas ettigini
belirtmez. Yukumldlikleri yerine getirememe durumu gegici olabilir; firma
borgclarini bir stire sonra gidererek sirket faaliyetlerine devam edebilir. Altman’a
gore iflas, sirketin toplam borcunun tutulan tiim varliklarin degerini asmasi
halinde ortaya ¢ikan uzun vadeli bir durum olarak nitelendirilir. Iflas sadece
onemli zorunlu 6demeleri geri édeyememek degil, ayni zamanda bir isletmenin
toplam yiikiimliliklerinin muhasebe goériinimiinden toplam varliklarini astigi
anlamina gelen negatif net varlik degerinin durumunu da igerir (Zopounidis ve
Doumpos, 1999).

3.2. Iflas Siireci

Sirketlerin iflas siireci temel olarak dért adimdan olusmaktadir. ilk asamada
sirketi basarisiziga gotiiren nedenler bas gdsterir. ikinci asamada bu
basarisizlik artik 6lciilebilir ya da hissedilebilir evreye gelir. Ugiincii evre ise
iflasin  tam olarak yasandigi gelisim evresidir. Son asama olarak
tanimlanabilecek kurtarma evresinde ise iflastan dénis ya da tamamen yok

olma ihtimali bulunmaktadir.

Bu dort asamadan olusan sirket basarisizigi sireci arasinda yonetimin attig

yanlis adimlar, sirket politikasindaki yanlis adimlar ve dis etkenlerin iflasin



varligi ve tespiti acisindan buliylik énemi vardir (Burksaitiene ve Mazintiene,
2011).

3.2.1. iflasin nedenleri

Iflas bagvurulari genellikle yénetim ve sirket politikasindaki hatalardan
kaynaklanir. Bu hatalar yatinmcilar, calisanlar, ortaklar ve hatta toplum
tizerinde bilyiik bir etkiye yol acabilir. Iflas sonucunda ortaya cikan tablo

genellikle yliksek maliyetli olmaktadir (Ooghe ve De Prijcker, 2008).

lEkonomik Kosullar
[lYonetim Hatalari
Bsatislarda Azalma
E)Giderlerde Artig

BDiger Nedenler

Sekil 3. 1. Iflasin Nedenleri (Zhou ve Elhag, 2007)

Sekil 3.1'de D&B'nin 1987'de yayinladigi galismaya gore iflas nedenlerinin
oransal dagiimlar verilmistir. Yapilan calismaya gore iflas nedenleri bes
baglikta incelenebilmektedir. %62'lik oran ile ekonomik kosullar iflas nedenleri
arasinda ilk sirada yer almaktadir. Iflasa neden olan ikinci problem basligi %19
oran ile ydnetimden kaynakl durumlar, Gglinciisi %10 oran ile satiglarin
azalmasindan kaynakl yasanabilecek sikintilardir. Dordiincl olarak %6 pay ile

giderlerdeki artis ve geriye kalan %?3’lik kisim ise diger nedenleri
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kapsamaktadir. Bu durumda ekonomik ve yonetici kaynakli nedenler iflas

olasiiginin temelini olustururlar (Zhou ve Elhag, 2007).

Sirketlerin basarisizlik nedenleri incelendiginde, ilk olarak karsilasilan durum
ekonomik nedenler, diger bir deyisle kaynak sikintisidir. Isletme, kit
kaynaklarla, en c¢ok Uretimi gergeklestirmeyi amaclayan bilim dal olarak
bilinmektedir. Sirket basarisizligi, bir sirketin kaynaklari mikro ve makro ortam
gereksinimlerine yanit vermek icin yeterli olmadiginda baslar. Bu nedenle sirket
dederli bir stratejik konum yaratmada veya slirdiirmede basarili olamaz
(Thornhill ve Amit, 2003). Sirket kaynaklari operasyonun devami igin yeterli
olmadigi durumlarda stratejik bir konum olusturamaz veya mevcut statiilerini

koruyamazlar.

Firmalan iflasa slrikleyen ikinci temel neden de ydneticilerin ve dis ¢evrenin
etkisidir. Sirket yoneticileri sirketin kaynaklarinin nasil bdlistiirilecegdinin
belirlenmesinde 6énemli rol oynar (Keats ve Bracker, 1988). Yoneticilerin bilgi
birikim ve karar vermedeki yetersizligi sirketi mevcut ic ve dis durumlara
adapte edememe, stratejik kararlar alamama, pazarlama ve operasyonel
anlamda yetersizlikler, muhasebe ve finans alaninda kisith bilgi ve beceriler,
faaliyet ve maliyetlerin kontrol edilememesi gibi durumlari beraberinde getirir.
Diger taraftan, yoneticinin sirkete bagl olmamasi, (yoneticinin kisisel gikarlari
ile sirket cikarlarinin drtiismemesi) sirketi basarisizliga gotiiren diger bir neden
olarak gosterilebilir. Kisisel cikarlar ve isletme cikarlar 6rtlismedigi durumlarda
ybneticiler motivasyon kaybi yasamakta ve koordinasyon vyetilerini
kaybetmektedirler. Yonetim tarzi, yoneticinin ¢ok yiksek risk alma veya esnek
olmayan karar almaya yonlendiren Kkisiligi, ortaklarla iliskide glgcli etkisi olan

diger faktorlerdir.

Sirketleri iflasa surikleyen dis nedenler arasinda kriz de gosterilebilir. Kriz,
kaynaklarin (6zellikle zamanin) durumla basa cikmak icin yetersiz oldugu
durum olarak tanimlanabilir (Starbuck ve Hedberg, 2001). Bu nedenle krizler

sirket organizasyonlari igin biylk bir tehdit olusturur. Kriz, blyUklGgu,
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etkiledigi sektor, ticari yayilim alani gibi degiskenlere gore sirketlere cesitli
zararlar verebilir (Mishra, 1996). Bu nedenle finansal krizler de iflas sayisinin
artmasi durumunda (lkenin ekonomik durumunun nasil etkilenebilecegini
gosteren en énemli érneklerden biri olmustur. Ozellikle 2008 yilindaki diinya
capindaki finansal krizden sonra, arastirmacilar krizi iflasin bir nedeni olarak
goérmeye baslamislardir (Shi ve Li, 2019).

3.2.2, iflas tespiti

Sirketin finansal durumunun bozulmasi gozle gorilir bir asamaya geldiginde
iflas siirecinin ikinci asamasina gegilmis olur. Ilk etapta iflas sinyallerini almak
amaciyla finansal parametreler (zerinden degerlendirmeler yapilir. Kritik
sorunlara ¢6ziim bulmak icin dizeltici 6nlemler alinmazsa, sirketin durumu
daha da kotilesir. Sirket ve cevresi arasindaki biylk uyumsuzluk olarak,
sirketin stratejik konumu daha yoksul olur ve sirket sirecin ikinci agsamasina
girer (Argenti, 1976).

Literatlirde firmanin iflas edip etmeyecegini tahmin etmek amaciyla gelistirilmis
bircok model bulunmaktadir. Modeller cogunlukla bilanco kalemleri ile
caligmaktadir. Bunun diginda ydnetici ve sirket Ust dizey yetkililerinin sirket igi

durumlari degerlendirmesi de iflasin belirlenmesinde etkin rol oynayabilir.

Asagidaki durumlar iflas icin erken uyari sinyali rolii tasiyabilir.
e Yonetim kurulu Gyelerinin istifalari
e Kredi limitinin azaltilmasi
e Adi hisse senedi depresif bir pazarda veya defter dederinden daha
disiik bir degere satiimasi
o Sirket yoneticilerinin hisse senedi satmasi
e Varliklarda azalma
e Sirketin, mali durumdaki dististi géz ardi etmesi
e Yeni Urlnler ile rekabet pazarina girmesi

e Eski moda urinlerin satiimasi
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e Arastirma ve gelistirme butcesinin orantili olarak rakiplerinden daha
disik olmasi

e Agsiri stok

3.2.3. Kurtarma

Sirketler ayni nedenlerle iflasa suriklenmedikleri gibi ayni slireclerle de iflastan
kurtulamazlar. Basarisiz sirketlerin bu durumda bagvurabilecekleri iki yol
vardir: iflas etmek veya toparlanmak. Iflas ani bir olay degildir, engellenebilir.
Ancak, iflas slrecinden finansal durumlar ile yonetim ve genel organizasyon
unsurlan kritik derecede etkilenirse siire¢ sirketin iflasi ile sonuclanir. Ote
yandan, iflas surecinde yer alan sirketler iflas, tasfiye veya birlesme gibi farkli
sekillerde ortadan kaybolabilir (Balcaen ve Ooghe, 2006). Bununla birlikte, iflas
surecinin erken asamalarinda meydana gelen temel sorunlara ¢ozimler
Uretilerek duzeltici eylemler ile durumun kurtariimasi mimkindir (Argenti,
1976). Duizeltici eylemler krizi istikrarla yonetmek, paydaslarin destegi, strateji
odakli hareket etme, finansal yapilanma olarak siralanabilir. Ancak
unutulmamaldir ki iflasin temel nedenlerini gideren yalnizca uzun vadel
dlzeltici eylemler kalici bir iyilesmeye yol acabilir. Aksi halde mevcut durumu

kurtarma ¢6ziimleri basarili olmadiginda iflas kaginiimazdir.

Bu bilgilerin 1s1ginda, gelecekte bir siire iginde bir sirketin finansal saghgini
basarili bir sekilde tahmin edebilme ihtiyaci acikga gorilmektedir. Erken uyari,
paydaslarin zarari en aza indirmesine, hatta iflasi tamamen énlemede yardimci
olabilir. Firmalarin finansal durumlarini incelemede genel olarak bilanco
kalemleri, finansal oranlar incelenmektedir. Gelir tablosu bilgileri firma
faaliyetleri hakkinda bilgi verirken, bilanco belirli bir zamanda isletmenin varlk
ve yukdmltltklerini ortaya koyar. Yatirnmcilar hisse, tahvil gibi araclarla islem
yapmak istediklerinde, alacaklilar ise bor¢ verme kararlar vermek igin
muhasebe bilgilerini kullanirlar. Diger bir deyisle, isletmelerin finansal
kapasitesini degerlendirme finansal saglamhgin Olglilmesi  kararlarini
sekillendirir (Sharig, 2016).
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3.3. iflas Tahmin Yontemleri

Iflas tahmini, 1932'de Fitzpatrick tarafindan yapilan calismalardan bu yana,
finansal tahminleme calismalari arasinda en zorlu ¢alismalardan biri olmustur.
19301ardan gunimuize, neredeyse vyaklasik bir asirdir devam eden bu

arastirma konusunda birgok farkli yaklagim sunulmustur

Sirketlerin iflas tahminlerinin arastirimaya baslandigi  1930lu  yillarda
arastirmacilar icin gelismis metotlar ya da Dbilgisayar programlari
bulunmamaktaydi. Genelde, iflas etmis ve iflas etmemis firmalarin finansal
oranlari birbirleri ile karsilastinimaktaydi. Bu karsilastirmalar sonucunda, iflas
eden firmalarin finansal oranlarinin degerlerinin iflas etmemis firmalara goére

daha koéta olduklari ortaya gikariimistir.

1966'da Beaver'in oncli calismasi tek degiskenli analiz ve 1968'de Altman’in
cok degiskenli analizi ile iflas konulu calismalarda tahminlemeye yonelik
istatistiksel calismalarin  devri baslamistir. Uzun yillar boyunca iflas
tahminlemelerinde istatistiksel tabanli modellere yer verilmistir ancak,
istatistiksel yontemlerin kullaniminda saglanmasi gereken varsayimlarin g6z

ardi edilmesi nedeniyle tahminlerden sapmalar meydana gelmistir.

Istatistiksel modellerin kati varsayimlari olmasi, elde edilen verilerin bu
varsayimlari karsilayamamasi nedeniyle farkli metotlara yonelim baslamistir.
Paralelinde teknolojide gelismeler, verilerin saklama bicimi ve boyutlarinin
degismesi, yazihm alanindaki gelismeler ile istatistiksel yontemler yerini yapay

zekaya dayali modellere birakmustir.

Kronolojik siralamasi ile bakildiginda iflas tahmini modelleri teorik modeller,
istatistiksel modeller ve yapay zeka tabanli modeller olarak (¢ gruba
ayriimaktadir. Bu modellerin temel 6zellikleri ile Tablo 3.1’'de verilmistir (Aziz
ve Dar, 2006).
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Tablo 3.1. Iflas Tahmin Modellerinin Karsilastirimasi (Aziz ve Dar, 2006)

Teorik Tabanh iflas Tahmin Yontemleri

e Basarisizligin nitel nedenlerine odaklanir.

e Teorinin 6nerdigi basarisizlik argiimanini tatmin edebilecek bilgiler ile sekillenir.
e Cok degiskenli yapida bulunur.

o [Istatistiksel teknikleri nicel ydntemleri destekleyecek sekilde kullanir.

Istatistiksel Tabanh iflas Tahmin Yontemleri

e Basarisizlik belirtilerine odaklanir.

¢ Sirket hesaplarindan gekilen bilgiler ile sekillenir.

e Tek degiskenli veya gok degiskenli (daha yaygin) olabilir.
o Klasik standart modelleme prosediirlerini izler.

Yapay Zeka Tabanl Iflas Tahmin Yontemleri

e Basarisizlik belirtilerine odaklanir.
o Sirket hesaplarindan gekilen bilgiler ile sekillenir.
e Genellikle gok degiskenli yapida bulunur.

e Teknolojik ilerleme ve sonug Uretmenin sonucu bilgisayar teknolojisine baghdir.

3.3.1. Teorik tabanli iflas tahmin yontemleri

Iflas tahmininde kullanilan teorik modeller, bu alanda yapilan calismalarda
ilkleri olusturmaktadir. Teorik modellerin amaci, finansal pozisyonlarin nedenini
belirlemeye calismaktir. Bu modeller genel olarak ¢ok degiskenlidir ve iflasin
nedenini matematiksel oranlar ile 6ngérmek amacini tasimaktadir (Klepac ve
Hampel, 2018).

1932'de FitzPatrick’in 13 farkli finansal orani kullanarak basaril olan ve iflas
eden firmalari karsilastirmasi ile teorik iflas tahmin modelleri devri baglamistir.
Teorik modeller arasinda en yaygin olarak kullanilan yontem Oran Analizi
(Ratio Analysis) olarak bilinmektedir. Oran analizi, nakit akisi (likidite-varlik
akisl) temeline dayanmaktadir. Uygulamada nakit akisina yer verilmesinin
amaci modeli oranlari ile optimal bir dizilim gelistirmektir (Beaver, 1966). Elde
edilen diziler incelenerek iflas etme potansiyeli olan firmalarin finansal

oranlarinin benzer olup olmadigi arastiriimistir. Bu yontemde, deneysel
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sonuclarin maruz kaldigi oriintliyl acgiklamak yerine, her deneysel sonucun

kendi icinde degerlendirilmesi gerektigi savunulmaktadir

iflas tahmininde kullanilan baslica teorik modeller asagida verilmistir.

e Nakit Yonetimi Teorisi

Gegmis ve mevcuttaki nakit akiglarinin finansal durumu agikca gosterebilmesi
durumunda, gelecek dénemlerdeki finansal durumu belirleyerek iflas riskini
tahmin edilebilmesi dislincesi ile ortaya cikmistir. Nakit yonetimi teorisi, pozitif
nakit akisi olan firmalarin sermayelerini ylkseltip sermaye piyasasindan borg
alabildigi; negatif veya yetersiz nakit girisi olan firmalarin ise borg alamadigi ve
bu nedenle iflas riski ile karsi karsiya oldugu durumlari agiklayan iflas tahmin
modelidir. Buradan hareketle, firmanin cari yil kari, nakit akisi borg
ylkdmlilGkleri veya cari yillik karinin toplami ile beklenen 6z kaynak dederinin
negatif oldugunda iflas ettigi varsayilmaktadir. Firmanin gelecekteki nakit
akiglari sermaye arttirmak icin 6z kaynak piyasasina girme becerisini
etkileyebilir; bu nakit akislari dogrudan temettii seklinde 6denmez ve karli
projelere yeniden yatirlabilir. Hissedarlar ydneticilerin nakit tutmalarina izin
verirken, karsiz veya negatif projelere yatinm yapabilir (Scott, 1981);(Zeitun
vd., 2007).

o Likidite, Karlihk ve Varhk Analizi
Bu teori, finansal oranlarin bir firmanin saghginin goéstergeleri olarak
algilanmasini temel alir. Gostergelerin ¢ ana kategorisi likidite, karliik ve
varliklardir. Firmanin gostergeleri "iyi" oldugunda saglikli olarak algilanir, ancak
gostergeler kotliyse sadliksiz ve iflas riski olarak algilanir. Ancak bu analiz genel
bir analiz oldugundan tek basina kullanildiginda zayif bir tahmin edici olarak

karsimiza cikar, bu nedenle farkl teoriler ile birlikte kullanilr (Lim vd., 2012)

 Bilanco Kompozisyonu Olgiimii
Firmanin tim varlik ve borglarini tek seferde bir bitin halinde gdsteren en

guvenilir kaynak bilangodur. Bu nedenle bilangoda meydana gelen degisiklikleri
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gozlemlemek firmanin finansal gidisati konusunda bilgi verebilmektedir. Bir
firmanin finansal tablolari bilangodaki varlik ve borglarinin bilesiminde énemli
degisiklikler yansitiyorsa, denge halinde kaymalar meydana gelebilir. Bu
degisikliklerin gelecekte kontrol edilemez hale gelme potansiyeli tasiyor ise
firmanin olasi bir iflas riski ile karsi karsiya kalabilecegi 6ngoriilebilmektedir
(Aziz ve Dar, 2006).

e Gambler’s Ruin Teorisi

Gambler (kumarbaz) teorisi, belirli stokastik stireclerin sonucunu tahmin etmek
icin kullanilan matematiksel araglar olan rastgele ydrtyuslerin klasik bir
ornegidir (Harik ve Goldberg, 1999). Teorinin arkasindaki motivasyon su
sekilde aciklanabilir: kumarbaz olarak atfedilen oyuncunun p olasilikla 1 dolar
kazandigi 1-p olasilikla da 1 dolar kaybettigi bir diinyada, elinde bir miktar (X)
dolar ile oyuna devam ederse, elindeki para N (N>X) dolara gikarana kadar ya
da hig parasi kalmayana kadar oyuna devam edecektir. Kumarbazin hedefledigi
N dederine ulasmadan oyunu bitirmeyecegi bilindigine gore, kumarbazin
hedefledigi parayr (N) yakalama olasiligi hesaplanmaya caligilir (Sigman,
2009). Kumarbaz teorisinin iflas tahminine uygulanmasinda ise iflas olasiligi
hesaplanmak istenmekte ve bu olasilik likit kaynaklarin giris (p) ve gikislarina
(1-p ) dayanmaktadir (Scott, 1981).

e Merton Modeli

Merton modelinde firmanin, tahvil sahiplerine vade t'de B 6demeyi vaat ettigi
varsayilir. Bu ddeme yerine getirilmezse, yani firmanin degeri B'den kuiclikse,
tahvil sahipleri sirketi devralir ve hissedarlar herhangi bir pay alamaz. Bu
durumda firmanin varlik degerinin bilinmesi tahvil paylasimi agisindan biiytik
onem tasimaktadir; Varliklarin degeri belirli bir esigin (varsayilan nokta) altina
distigiinde, firma temerriide diiser (Tudela ve Young, 2003). Modele gore,
firmanin gelecekteki varlik degeri, beklenen degeri ve standart sapmasi ile
karakterize bir olasilik dagilimina sahiptir. Varliklarin gelecekteki degerinin
standart sapma sayisi varsayllan noktadan uzaktir ve temerriit olasihigi daha
disuktdr (Lim vd., 2012).
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e Kredi Riski Teorisi

Kredi riski teorileri codunlukla finansal firmalara ve Basel I-Basel II gibi
anlasmalara baghdir. Kredi riskinde gozetilen durum herhangi bir borclunun,
herhangi bir nedenle, temerriide disecek riskidir. Basel II ydnergelerine uygun
olarak, kredi riski tarafinda ic degerlendirme modelleri gelistirmek igin bir dizi
girisimde bulunulmustur. Bu modeller ve bunlarin risk tahminleri kurumsal
finansin ekonomik teorilerine dayanmaktadir ve topluca kredi riski teorileri
olarak adlandiriimaktadir (Aziz ve Dar, 2006).

3.3.2. Istatistik tabanh iflas tahmin yontemleri

Istatistiksel teknikler iflasin  dngériilmesi icin  kullanlan en giincel
tekniklerdendir. Bu modellerde klasik modelleme vizyonu kullaniimigtir; tek
degiskenli ve cok degiskenli istatistiksel modellerin iki gruba ayrilan finansal
yetersizlik belirtilerini konu alir. Cok degiskenli diskriminant analizi, Logit ve

Probit modeller bu gruba aittir (Klepac ve Hampel, 2018).

o Tek Degiskenli Istatistiksel Modeller
Iflas tahmininde istatistiksel yontemleri kullanan ilk isimlerden biri 1967 yilinda
yayinladigi calismasi ile Beaver olmustur (Balcaen ve Ooghe, 2006). Sirket
iflasini tahmin etmek igin iflas etmis ve etmemis firmalarin finansal oranlari ile
tek degiskenli bir model olan tek degiskenli diskriminant analizi (izerinde
calismistir. Tek degiskenli tahmin modelinde, modelde yer alan her degisken
icin ayri ayr bir siniflandirma islemi gergeklestirilir. Bir firma siniflandirilirken,
her parametre ayri ayri analiz edilir ve yanlis siniflandirmalarin ytzdesinin en
aza indirildigi noktada model siniflandirma islemini gergeklestirir. Bu tir
siniflandirmalarda siniflandirma dogrulugu toplam yanlis siniflandirma orani ile
Tip I (gercekte iflas etmemis olup iflas etmis gruba siniflama) ve Tip II
(gercekte iflas etmis olup iflas etmemis gruba siniflama) hatalarinin ytizdesi ile

Olgtilebilir.
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e Cok Degiskenli Diskriminant Analizi
1968'de Altman istatistiksel cok degiskenli analiz teknigini sirket basarisizhigi
tahmini sorununa dahil etmis ve 'Z-skor modeli' adi verilen bir model
kurgulamistir (Balcaen ve Ooghe, 2006). Kullandigi ydnteme Coklu
Diskriminant Analizi (MDA) denir. Kisaca MDA, gdzlemi gbzlemin bireysel
ozelliklerine bagli birkag gruptan birine siniflandirmak icin kullanilan istatistiksel
bir tekniktir. MDA modeli, basarisiz olan sirketler grubu ile basarisiz olmayan
firmalar grubu arasinda en iyi ayrimi saglayan dogrusal bir degisken

bilesiminden olusur.

Altman, Coklu Diskriminant Analizi cercevesinde bir model gelistirmek amaciyla
ABD isletmelerini temsil eden o6rnek icin asadida verilen 5 parametre
kullanilmigtir:

e Calisma Sermayesi / Toplam Varliklar,

e Kazanglar / Toplam Varliklar,

e Faiz ve Vergi Oncesi Kazanclar / Toplam Varliklar,

e Piyasa Kapitalizasyonu / Toplam Borglar

e Satislar / Toplam Varliklar

1960'larda metodolojik ve teknik sinirlar ile mevcut veri 6rneklerinin
sinirlamalarina ragmen, model hem tahmin hem de beklenti 6rnegdi icin yiksek
dogruluk oranlari sergilemis ve 1970'lerde ABD'de kurumsal sirketler (izerinde
uygulamasiyla gercek kosullarina iliskin yilksek dlizeyde tahminlerde

bulunulmustur (Boda ve Uradnicek, 2016).

1980'lerden sonra gelisen diger tekniklerle birlikte kullanimi azalsa da MDA
yontemi karsilastirmall ¢alismalar igin siklikla temel yontem olarak
kullanilmaktadir (Altman ve Narayanan, 1997). MDA icin dogrusal ayrimci
fonksiyon asagidaki gibidir (Lachenbruch ve Goldstein, 1975).

D;, i firmasi igin hesaplanan diskriminant puani (-co,+c0),

x;; = x;parametresinin dederi (v iigin, j = 1, ..., n))

ij

D; diskriminant katsayilari (j = 0, 1,..., n.) olmak Uzere,
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DI = DO + Dlxil + sziz + .- +anin (3. 1)

MDA modelinde, bir sirketin birkac (codunlukla finansal) 0Ozelligi veya
Oznitelikleri tek birgok degiskenli ayrimci puan D; olarak birlestirilir. Bu ayrimci
skor -co ve +oo arasinda bir degere sahip olan ve firmanin finansal durumunu
gosteren tek boyutlu bir dlclidiir. Bu nedenle MDA stirekli puanlama sistemi
olarak adlandinlir. Cogu calismada, disik bir ayrimci puan, koéti bir finansal
duruma isaret eder. Birkac degiskenin tek bir performans Olglisiine veya
ayrimcl skora entegrasyonu, 'bitlinin parcalarin toplamindan daha degerl
olmasl' prensibine dayanir (Taffler ve Agarwal, 2003). Tek degiskenli olarak
Onemsiz goriinen degiskenlerin cok degiskenli bir baglamda énemli bilgiler
saglamasi mimkindir (Altman, 1968). Ek olarak, bazi katsayilarin MDA'nin
cok degiskenli karakterinden kaynaklanan beklenmeyen, sezgisel olmayan bir

isarete sahip olmasi miimkundir (Ooghe ve Verbaere, 1985).

¢ Logit ve Probit Modelleri
Coklu Diskriminant Analizinin agikca baskin oldugu dénemden sonra bu yéntem
yerini Logit Analizi (LA), Probit Analizi (PA) ve dogrusal olasilik modelleme gibi
daha az talepkar istatistiksel tekniklere birakmistir. Logit Analizi, ikili veya
ordinal yanit olasilidi ile aciklayici degiskenler arasindaki iliskiyi arastirmak igin
kullanilir. Yontem, ikili veya ordinal yanit verileri icin dogrusal lojistik regresyon
modeline maksimum olasilik yéntemiyle uyarlanir. iflas tahmininde Logit

Analizinin ilk kullanicilar arasinda Ohlson yer almistir (Back, 1996).

Ikili bir sonucun olasili§i durumunda yaygin olarak kullanilan bir teknik olan
Logit Analizi, kiimlatif olasilik islevine dayanir, bagimsiz degiskenlerin normal
olmasini gerektirmeden belirli bir sinifa ait bir gozlemin kosullu olasiligini saglar
ve ayni anda ¢ozllen bir problemdeki tim perspektif faktorlerini dikkate alir.
Bu tir modellerin 6zelligi, diskriminant analizinde aranan c¢ok degiskenli

normallik kriterinin aranmamasidir (Chi ve Tang, 2006);(Zhou ve Elhag, 2007).
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Logit Analizi, tahmin edilen sonucun 0 veya 1 olmasini saglayan dogrusal
olmayan bir regresyon modelidir. Bagimli degisken 0 veya 1 dederlerini alan
ikili bir degisken olarak kurgulanir. Logit Analizi, bagimli degiskeniny = 1 olma
olasiigini tahmin etmektedir. Tahmin edilecek bagiml degisken Y icin (Park,
2013);

X1, X, ... X; bagimsiz degiskenler olmak Uzere,

P(y =1|x1 %z, e, X = F(Bo + B1xq + -+ Brxy) (3.2)

_ 1 (3. 3)
1+e—ﬁ0+ﬁ1x1+-'-+ﬁkxk

P(y = 1 |xy x5, .., Xg

Probit modeller ise kullandiklari fonksiyonlar noktasinda Logit modellerden
ayrilmaktadir. Logit birikimi standart lojistik dagiimi (F) Probit ise birikimli

standart normal dagiim(®) kullanir.
P(y = 1x1 X3, ., X = P(Bo + Prx1 + -+ + Brexy) 3.4

Istatistiksel Tahmin Modellerinin Dezavantaijlari

Tek degiskenli modellerin 6nemli bir avantaji basitligidir, her oran igin firmanin
oran degerini bir esik noktasi ile karsilastirir ve siniflandirmaya buna gore karar
verir. Tek degiskenli analizin uygulamasi basit olsa da her uygulamada sadece
bir finansal oran igin siniflama yaptigindan, farkli finansal oranlari siniflamasi
ile karsilastirldiginda tutarsiz ve kafa karistirici sonuglar verebilmektedir
(Altman, 1968). Ayrica, tek degiskenli modellerde dogrusallik varsayimi
bulundugundan ve genelde bu varsaym g6z ardi edildiginden cogunlukla
modellerde stipheli sonuclar elde edilmistir (Keasey ve Watson, 1991). Bu

nedenle degiskenlerin 6nemini tespit etmek bu analizde zor kabul edilmektedir.
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MDA hata tahmininde en sik kullanilan modelleme teknigi olmasina ragmen,
bazi ciddi dezavantajlari, temel varsayimlarin ihlali ile ilgili sorunlari
bulunmaktadir. ilk olarak, MDA siniflandirma yénteminin dogrusal oldugu
varsayilir, bu da belirli bir kesme noktasinin Ustiinde veya altinda ayrimci bir
puanin otomatik olarak iyi veya koti bir finansal durumu isaret ettigi anlamina
gelir. Ayni sekilde, MDA siniflandirma kurali sezgisel olarak bazi degiskenlerin
finansal saglikla dogrusal bir iliski gdstermemesi ile celismektedir: baz
degiskenler hem ¢ok diisiik hem de cok yiiksek bir degere sahip olduklarinda

finansal sorunlari gdsterir (Balcaen ve Ooghe, 2006).

Ancak, modeller gesitlendikge istatistiksel yontemlere olan gliven de azalmaya
baslamistir. Cok degiskenli diskriminant analizi, Logit ve Probit modelleri gibi
istatistiksel iflas tahmin modellerinin etkinliginin degerlendirilmesi ile ilgili
olarak modellerin siniflandiriimasinin sonuglarini en tst dizeye ¢ikarmak igin
bu modellerin esiklerini manipiile etme becerisi giindeme gelmistir. Istatistiksel
yontemler, modelin etkinligini artirmak icin esigin manuel ayarlama kolayhdi

nedeniyle glivenilir sonuglar saglamaz (Nwogugu, 2005).

Iflas modelleri genellikle bilanco ve gelir tablosundan elde edilen verilerle
hesaplanan finansal oranlari ile tahmin edilmektedir. Finansal oranlarin
kullanimi, uygunluklari ve standardizasyonu kadar iflas eden ve iflas etmeyen
firmalar arasinda iyi bir ayrnimcilik sagladiklari icin de kullaniimaktadir (Jardin,
2016). Fakat, finansal oranlarin hesaplanma bicimi temelde onlari glgsiiz
kilmaktadir; modellerin gogunlugu belirli bir zaman icin finansal oranlar statik
degerlere dayali olarak gelistirilmistir. Finansal oranlar igin dinamik bir yaklasim
olumsuz finansal durumu olan isletmelerin iflas riski sirketleri ayirmada
yardimai olabilir (Korol, 2019).

Modellerin varsayimlari disinda probleme yol acan nedenler; bagimli ve

bagimsiz degisken secimi, Ornekleme yontemleri ve vyillik verilerin

kullaniimasidir.
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3.3.3. Yapay zeka tabanl iflas tahmin yontemleri

Iflas tahmininde kullanilan en yaygin teknikler istatistiksel tabanli modeller olsa
da bu modellerin bircok calismada tanimlanan degiskenler arasinda
dogrusallik, normallik ve bagimsizlik gibi istatistiksel varsayimlarla ilgili pek gok

dezavantajl bulunmaktadir.

1980’lerin sonlarinda Logit ve Probit modellerin poplilaritesi yerini Sinir Aglari
tekniklerine birakmigtir. 1988'de Messier ve Hansen'in galigmalari ile baslayip,
1990'larda iflas tahmini ¢alismalarinda kullanilan birincil yontem haline gelen
Sinir Aglan ile, insan beynini taklit eden bir oriintli tanima islevi yardimiyla
karar verme yetenegine sahip modeller gelistiriimesi hedeflenmistir. Sinir Aglari
caligmalarini takiben 1993 yilinda Theodossiou’nun Kimdalatif Toplamlar
algoritmasi ile literatir cesitlilik kazanmaya baslamistir (Gissel vd., 2007).
Bdylece istatistiksel iflas tahmin yontemlerinin popularitesi geri planda kalmaya
baslamis sinir aglari, genetik algoritmalar, destek vektor makineleri, bulanik

mantik gibi yontemlere ait galismalar cogalmistir (Korol, 2019).

Modellerin varsayimlarinin saglanamamasi ile birlikte, Basel Bankacilik
Denetleme Komitesi tarafindan 2004 yilinda yayinlanan tavsiyelerden sonra,
finans kurumlar hesaplamali 6ngori tekniklerine dayali daha karmagik
sistemler kullanma ihtiyaci artmistir. Istatistiksel modellerin aksine, bu
yéntemler herhangi bir 6n bilgi kabul etmeyen, varsayimlara takilmayan ancak
otomatik sekilde gecmis gozlemlere bakarak gelecek degerleri tahmin eden
model arayisina girilmistir. Boylece iflas tahmini Gzerine yapilan calismalarda

yapay zekaya dayall yontemlere egilim artmistir.

Literatlirde yapay zekaya dayal iflas tahmin ydntemleri olarak yer alsa da
temelde analizler yapay zekanin bir alt dali olan makine ©6grenmesi
algoritmalar kullanilarak yapilmaktadir. Iflas tahmini problemi, makine
o6grenmesi problemleri icinde ikili siniflama problemi olarak degerlendirilir. S6z

konusu sirket “iflas etti” ya da “iflas etmedi” seklinde etiketlenir. Eldeki veriler
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makine 6grenmesi dogasi geregi egitim ve test verisi olarak ayrilir. Egitim
verileri kullanilarak siniflanmasi tamamlanan problem test verileri (izerinden

dogruluk oranlari hesaplanarak bir tahmin sonucu elde edilir.

Buradan hareketle makine 6grenmesi metodolojisi altinda kullanilan baslica

algoritmalar su sekilde siralanabilir:

e Bagging ve Boosting Yontemleri
e Cok Katmanl Algilayici

e Cox Sagkalm Analizi

o Destek Vektdr Makinesi

e Bulanik Kiimeler

e Genetik Algoritmalar

e k En Yakin Komsu

e Karar Agaci

e Naive Bayes

e Parcacik Suri Optimizasyonu
e Rastgele Orman

o Kaba Setler

e Sirall Minimal Optimizasyon
e Vaka Tabanli Muhakeme

e Yapay Sinir Aglan
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4. MAKINE OGRENMESI

Ilk olarak bilgisayarlarin ulasilabilir bir aygit haline doniismesi, akabinde
bilgisayar biliminin de daha genis kitlelere ulasabilir hal almasi ile problemleri
insanlardan daha hizli ¢ézen, karar alma noktasinda 6gretilen tiim olasiliklari
g6z onlinde bulunduran sistemler gelistiriimeye baslanmistir. Gelismelerin
biyoteknoloji, medikal, egitim, isletme, bankacilik ve finans gibi farkli bilim
dallarindaki problemlere ¢dziim sunmaya baslamasiyla birlikte bu alandaki
calismalar hizlica artmis ve bugiin makine 6grenmesi ismi verilen kavram
ortaya cikmistir. Makine 6grenmesi, temelinde veri madenciligi ve yapay

zekaya dayanan bir disiplindir.

4.1. Veri Madenciligi

Veri madenciligi, veritabanlarinda tutulan bilgilerin daha ©nceden
belirlenmemis orlntilerini tanima, verinin egilimini bulma ve bu bilgileri
tahmine dayali modeller olusturmak icin kullanma stireci olarak tanimlanabilir.
Bir baska tanim ile veri madenciligi, dnceden kesfedilmemis oOrlintileri ortaya
cikarmak icin veri secimi ve modelleme siirecidir. Insanlarin algilayamayacadi
kadar karmagik oruntdleri anlasihir hale getirmek bayldk veri kimelerini
tarayarak verilerden yeni ve gegerli gikarimlar yapmay! amagclamaktadir (Koh
ve Tan, 2005).

Veri madenciliginde ana fikir, program ve kullanici davranigini belirleyen sistem
Ozelliklerinin tutarll ve yararh kaliplarini kesfetmek ve ilgili sistem 6zelliklerini
anomalileri ve bilinen 6zellikleri taniyabilen siniflandiricilari hesaplamak igin
kullanmaktir (Lee ve Stolfo, 1998).

Veri madenciligi stireglerinde ilk adim, Sekil 4.1’de belirtildigi Gizere, problemin

tanimlanmasidir. Cziime kavusturulmak istenen durum netlestirilir ve buradan

hareketle proje hedefleri, gereksinimleri belirlenir.
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Ikinci adim olarak, problem 6zelinde veri toplanacak kaynaklar belirlenir.
Calisilan verinin boyutuna gore degiskenlik gostermekle birlikte, veri, birden
fazla veri tabaninda tutulabilir. Kaynaklar belirlendikten sonra kullanilacak veri
bir araya getirilir. Analize baslanmadan 6nce, veride temizlik yapilir; 6rnegin,
analize uygun olmayan tarihteki verilerin cikariimasi, kullanici tarafindan
manuel girilen ve hata yapilan verilerin dizeltilmesi, gikariimasi gibi. Verilere
daha yakindan bakildiginda, verinin, ¢6ziime kavusturulmak istenen durumu
ne kadar iyi yansittigi tGizerinde durulur, duruma gore yeni 6znitelik ekleme ya

da gikarma islemi yapilabilir.

Problemi Veriyi Anlama
Anlama Sireci Streci

‘Veri On Isleme ‘

il

|Mode| Kurulumu ‘

Uygulama

Test ve
Gelistirme Sureci

Sekil 4. 1. Veri Madenciligi Stireci (Olson ve Delen, 2008)

Arastirimak istenen konuya uygun olarak hazirlanan veri seti dogrultusunda
cesitli modelleme teknikleri segilir ve uygulanir. Algoritma sonuglarina gore,
modeli iyilestirmek amaciyla parametreler lizerinde degisiklikler yapilabilir.

Gerekli gorllen yerlerde veri donustumleri, kimi zaman veri sadelestirmeleri
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yapilabilir. Veri madenciliginin bu asamasinda, hedeflenen sonuca ne kadar

ulasilabildigi 6Gnem arz etmektedir.

Veri madenciligi slirecinin son asamasinda, elde edilen yeni bilgilerin gticiiyle,
belirlenen problemi ¢ézimlemek amaciyla birtakim gelistirmeler yapilir. Bir
Oonceki asamada karar verilen model uygulamasi ile, yeni bilgiler tiretilir ve
sorun ¢O6ziime kavusturulur. Boylece, veri tabanlarinda saklanan verilerin

cevherleri ortaya gikarilir.

Veri madenciligi bilgi kesif ruhu, yeni ve yararl bilgiler 6grenme gayesi olarak
tanimlanir. Bu nedenle, veri madenciligi tek basina distinilmemelidir. Eldeki
verilerden yeni bilgiler edinme amaci dogrultusunda farkli disiplinlerden yardim
alan, nihai olarak bu disiplinleri tek bir noktada birlestiren ana neden olarak
distindlmelidir. Veri madenciligi, her durumda olmamakla birlikte genellikle
blylk veri kiimelerine uygulandigindan yapay zeka ve dolayisiyla makine

o0grenmesi tekniklerinden yararlanir (Olson ve Delen, 2008).

4.2. Klasik Istatistik, Yapay Zeka ve Makine Ogrenmesi

Istatistik, verilerden bilgi elde etmek amaciyla veri toplama, derleme, verilerin
analizi ve yorumlanmasi olarak tanimlanabilir. Bu tanimla birlikte istatistik, veri
madenciligiyle ayni disiplin olarak distinilse de birtakim farklar mevcuttur.
Klasik istatistik, varsayimlar istatistigi olarak bilinir. Analize baslanmadan 6nce,
problem dogrultusunda varsayimlar belirlenir ve bu varsayimlar test edilir.
Klasik istatistikte varsayimi dogrulama ya da yanlislama Uzerinde durulur;
kurulan hipotez ile daha 6nceden belirlenmis parametreler sinanir. Klasik

istatistikte hesaplanan son degerin yansiz, tutarli ve sapmasiz oldugu varsayilir.

Yapay zeka, akilli makineler, 6zellikle de bilgisayar programlari gelistirmek icin
tlretilmis bir bilim ve miihendislik dalidir. Tablo 4.1'de yer verildigi tizere, 1931
yiinda Kurt Godel tarafindan ortaya konulan “hesaplanabilir sistemler”

dislincesiyle baslayan yapay zeka streci, 1937 yilinda Alan Turing’in akilli
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makinelerin sinirlan {izerine yaptigi calismalar ile devam etmistir. McCulloch ve
Pitts tarafindan 1943 yilinda sinir aglarini modelleyerek dnerme mantigiyla
baglanti kurmus, 1950'de yine Alan Turing’in calismasiyla, makinelerin
distinme yeteneginin olup olmadidi izerinde durulmus, bu sayede yapay zeka

populerlik kazanmistir.

Tablo 4. 1. Yapay Zekanin Geligimi (Ertel, 2011)

il Gelisme
Avusturyall Kurt Godel, birinci dereceden yiiklem mantiginda tim dogru ifadelerin
1931 | tiiretilebilir oldugunu gostermistir. Ust diizey mantikta ise, kanitlanamayan dogru ifadeler

vardir.

1937 | Alan Turing durdurma sorunu ile akilli makinelerin sinirlari izerinde durmustur.

1943 | McCulloch ve Pitts néral aglari modellemis ve 6nerme mantigi ile baglanti kurmustur.

1950

algoritmalar hakkinda makaleler yayinlamistir.

Yapay zeka ile problem ¢dzme, insan zekasi ve muhakeme bilgisi ile temelde
ayni amaca hizmet etmek igin gelistiriimistir. Yapay zeka konulu bircok
arastirmada bilgi ediniminin roliine odaklanilmis; Ozellikle degisen denetim
kosullarinda makine 6grenimi Uzerinde durulmustur. Yapay zeka dilinde
o0grenme, 6nceki durumlardan tecriibe ederek problem ¢6zebilmeyi gelistiren
bir sistemdir ve makine 6grenimi yontemleri iflas tahmini de dahil olmak (izere

cesitli problemlerde basariyla uygulanmistir (Aziz ve Dar, 2006).

Makine 6grenmesi ise, yapay zekanin bir alt dali olarak diisiiniilebilir. Ornek
verileri veya gecmis deneyimleri kullanarak bir performans Olcltli optimize
etmek igin bilgisayarlari programlamaktir (Alpaydin, 2010). Yapay zekanin

gelisimini takiben 1950'li ve 1960'l yillarda poplilerlesen makine 6grenmesinin
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oncileri yine Alan Turing, John McCarthy, Arthur Samuels, Alan Newell ve

Frank Rosenblatt gibi arastirmacilar olmustur (Alzubi vd., 2018).

Makine 6grenimi ve istatistik, yontemler agisindan yakindan iliskili alanlardir,
ancak temel hedefleri bakimindan farkhdir: istatistik 6rneklemden ana kiitleye
dair gikarimlar yapmayi hedeflerken, makine 6grenmesi genellenebilir modeller
olusturma amaci tasir (Bartlett, 2019). Klasik istatistik, genel olarak verileri bir
dogru etrafinda sekillendirme (izerine kuruludur. Burada amag gelecek
hakkinda tahmin yapmaktan cok bagimli ve bagimsiz degiskenler arasindaki
iliskiyi tespit etmektir. Makine 6grenmesi uygulamalarinda bu sirecten farkl
olarak egitim ve test seti adi verilen iki farkl veri seti bulunur. Model ¢gikarimlari
egitim seti lizerinden gergeklestirilir ve devaminda test kiimesi ile model

degerlendirilir.

4.3. Makine Ogrenmesi Tiirleri

Glnlmiiz sorunlarina aktif olarak cevap arayan makine 0grenmesi
algoritmalari dogal dil isleme, tibbi tani koyma, kredi karti dolandiriciligi,
konusma ve el yazisi tanima, nesne tanima, musteri kaybi tahmini borsa
tahmini gibi bircok alanda kullaniimaktadir. 1990°lardan itibaren tek basina bir
alan olan makine 6grenmesi zamanla kendi icerisinde farkli 6grenme tiplerine

ve farkli problemlere ayriimistir.

e Denetimli 6grenme
Denetimli 6grenme, algoritmaya mimkiin durumlar ve sonuglarin en basta
aktarildigi makine 6grenmesi gesididir. Bu tiir algoritmalarda veri egitim verisi
ve test verisi olarak parcalanir. Egitim veri setindeki tiim girdiler ve onun
mevcut sonuclar algoritma tarafindan islenerek bir o6rlinti yakalanmaya

cahsilir.

Denetimli makine 6grenimi otomatik olarak bir tahmin islevi olusturmak igin

F:X - Y fonksiyonunu kullanir. Burada X (6znitelikler) Y (hedef degiskeni) ile
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eslenerek (X;,Y;) tarafindan temsil edilen egitim kiimesi ciftlerini olustururlar
(Fabris vd., 2017).

o Denetimsiz Ogrenme
Denetimli 6grenmede algoritmayl 6grenmeye yonlendiren bir egitim seti

bulunur denetimsiz 6grenmede bu egitim seti bulunmamaktadir.

Ogretmensiz 8grenme seklinde diisiinebilecedimiz denetimsiz  6§renme
stirecinde, sistemin somut veri kiimeleri yoktur ve sorunlarin gogunun sonuglari
blylik 6lgtide bilinmemektedir. Diger bir deyisle, otomatik dgrenme algoritmasi
yaratma hedefi operasyon basladi§i anda kor bir haldedir. Sistem siirec
boyunca rehberlik edebilmek igin birtakim mantiksal islemlere sahiptir, ancak
uygun giris ve cikis algoritmalari eksikligi slireci zor hale getirir. Bu nedenle
denetimsiz 6grenme, tiim bilgisayar sistemlerinde bulunan giris verileri ve ikili
mantik mekanizmasi araciligiyla sinirsiz miktarda veriyi hic referansi yokken
yorumlama ve ¢oziim bulma yetenegi ile problemi sonuca kavusturur (Hastie
vd., 2009).

e Yari Denetimli Ogrenme
Denetimli ve denetimsiz 6grenme algoritmalarinin birlesimden olusan bir
o6grenme seklidir. Denetimli 6grenmede egitim seti olusturmak kaynak kisiti
acgisindan zordur, buna karsilik denetimsiz 6grenmede algoritmayi girdi verisi
olmadan egitmek ve yorumlamak zordur. Yari denetimli makine 6grenmesinde
buyuk hacimli veri setlerinin kiguk bir alt kiimesi olacak dizeyde girdi ve cikt
sonuclari algoritmaya Ogretilerek hem denetimli 6dgrenmedeki maliyet
yukiinden hem de denetimsiz 6grenmedeki yorumlama zorlugundan kurtulma

hedeflenir.

e Takviyeli Ogrenme
Takviyeli 6dgrenmeyi anlamanin en kolay vyolu, denetimli 6grenmeyle
karsilastirmaktir. Denetimli 6grenmede ajana (agent) egitim kiimesi ile verilen

duruma nasil tepki verilecegi 6gretilir. Takviyeli 5grenmede ise ajana nasil tepki
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verilecegi ogretilmez, "6zglr segim" yapma durumu o6dretilir. Algoritma, ajan
bir kez aksiyon olduktan sonra aksiyonun iyi ya da kéti oldugunu sdyler Odiil
mekanizmasi olarak nitelendirilen bu teknikte olumlu bir édil iyi davranis ve
olumsuz bir édul kétld davranistir. Algoritma buradan yola c¢ikarak gelecek

aksiyonlarinda nasil davranmasi gerektigini 6grenir (Ghory, 2004).

4.4. Makine Ogrenmesi Problemleri

Makine 6grenmesinde, algoritmanin egitilebilmesine bagl olarak 6grenme
tlrleri yer aldigi gibi, probleme konu olan verinin tiirline gore de problem

tarleri alt baghklara ayrilmaktadir.

e Regresyon
Regresyon, hakkinda cikarimlar yapilmak istenen bir degiskeni (bagiml
degisken) bir grup bagimsiz degisken ile matematiksel olarak acgiklama
islemidir. Makine 6drenmesinde genellikle parametrik olmayan regresyon
modelleri lizerinde durulur. Makine 6grenmesinde kullanilan baslica regresyon
modelleri Destek Vektor Regresyonu, Karar AJaci Regresyonu, Rastgele

Orman Regresyonu olarak siralanabilir.

e Siniflama
Yanit degiskeninin kategorilere ayrildigi problem tiridir. Yanitlar strekli
degiskenler yerine Evet/Hayir, Dogru/Yanlis gibi kesikli degiskenler olarak
kategorilendirilir. Sinif sayisina gére problem, 2 sinifa sahipse ikili siniflandirma
problemi, ikiden fazla sinifa sahipse ¢ok sinifli siniflama problemi olarak
belirlenir. Makine 6grenmesinde en cok kullanilan siniflama algoritmalari k En
Yakin Komsu, Naive Bayes, Rastgele Orman, Gradient Boosting

algoritmalaridir.

e Kiimeleme
Kiimeleme problemi, veri kiimesini belli niteliklerin benzerliklerini gbz dniinde

bulundurarak gruplama islemidir. Cesitli uzaklik &lgitleri kullanilarak veri
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noktalarinin birbirlerine olan uzaklklar 6lgimlenir (Leskovec vd., 2011).
Kimelemenin amaci, ilgi alani olan bir veri kimesi icinde benzer nesnelerin
deseni veya gruplarini belirlemektir (Kassambara, 2017). Kimeleme
denetimsiz 6grenme algoritmalari kategorisine girer. Bu algoritmalar, veri
icindeki yapilari 6grenmeye calisir ve verilerin yapisindaki benzerlige gore
kiimeler yapmaya calisir. Farkli siniflar veya kiimeler daha sonra etiketlenir.
Algoritma, egitildiginde, kiimelerden birine goériinmeyen yeni veriler koyar. En
cok kullanilan kimeleme algoritmalari, k Ortalama Kimeleme, Hiyerarsik

Kiimeleme, Beklenti Maksimizasyonu ile Klimeleme olarak siralanabilir.

e Aykirihik Tespiti
Belirli bir 6rtintli analiz ve desen degisiklikleri veya anomali algilama sorunlari
aykirilik tespiti problemi olarak tanimlanmaktadir. Ornegin, kredi Kkarti
sirketleri, istemcilerinin olagan islem davranisindan sapma bulmak igin
anormallik algillama algoritmalari kullanir ve olagan bir islem oldugunda
uyarilar yukseltir. En c¢ok kullanilan aykirilik tespiti algoritmalari En yakin

komsu, Yapay Sinir aglari, Bulanik Mantiktir (Killourhy ve Maxion, 2009).

e Boyut Indirgeme
Makine 6dgrenmesinde boyut kavrami veri seti icerisinde bulunan 06znitelik
(degisken, parametre) sayisini ifade eder. Veri seti icinde degisken sayisi fazla
oldugunda genelde modeller sisme (gercek disi dogruluk) meydana gelebilir.
Bu nedenle boyut indirgeme teknikleri kullanilarak birbiriyle yakin 6zelliklere
sahip olan parametrelerde modele katkisi daha fazla olan tutulur, diger
degisken analizden cikarilir. Bu amagla kullanilan algoritma genelde Temel

Bilesenler Analizidir.

4.5. Naive Bayes Algoritmasi

Naive Bayes (NB) algoritmasi, (zerinde calisilan veri setindeki degerlerin
sikhigini ve birlesimlerini sayarak muhtemel bir sinif yaratan olasilik

siniflayicisidir. Algoritma, Bayes teoremi (zerine kuruludur; tiim degiskenlerin
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sinif degiskeninin dederi dikkate alinarak bagimsiz oldugu varsayilir. Bu
varsayima sinif kosullu bagimsizligi denir. Bu, s6z konusu hesaplamayi
basitlestirmek icin yapilir ve bu algoritma naive (naif) olarak ifade edilir
(Saritas, 2019)

4.5.1. Bayes teoremi

Bayes teoremi, adini 18. Ylizyilda bu konu lizerinde calismalar yapmis Thomas
Bayesten alir. Bayes teoremini anlamak igin 6nce birka¢ terim Uzerinde

durulmalidir;

Marjinal Olasilik: Baska bir degiskenin sonucuna bakilmaksizin bir olayin
olasiigidir. P(X=A)

e Ortak Olasllik: Ayni anda meydana gelen iki olayin olasiligidir. P(A, B)
e Kosullu Olasilik: Ikinci bir olayin varliginda meydana gelen bir olayin
olasiigidir. P(A|B)

Bu teoreme gore, E'nin veri seti iginde bir nokta oldugunu distinelim. E bir delil
(evidence) olarak kabul edilir. H degiskenin de bir hipotez oldugunu diisiinelim;
E'nin C sinifina ait olmasi gibi. Siniflama problemlerinde, E degeri bilindiginde
H hipotezinin gerceklesme olasiligi yani P(H|X) Uzerinde durulur. Diger bir
deyisle, X'in Ozellikleri bilindiginde, X degerinin C sinifina ait olma olasiligi

bulunmaya calisilir. Buradan hareketle Bayes Teoremi

P(E|H)

P(HIE) =55

.P(H) (4. 1)

seklinde ifade edilir.

Her bir verisi sinif etiketiyle verilmis bir T egitim seti dislinelim. Bu egitim
setinde k tane sinif olsun (C,,C, ...C;). Her bir 6rnek n boyutlu vektdr x
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(x1, x5, ... x,,) Ve n tane siniflayici ( A4, A,, ... A,,)) ile gosterilsin. Herhangi bir x
verildiginde, siniflandirici x'in x'e kosullanmis en yliksek sonsal olasiligina sahip

sinifa ait oldugunu tahmin eder. Yani x'in C; sinifina ait oldugu tahmin edilir.

P(Cilx) > P(C;|x) 1s]'srjn—,=i (4. 2)

Béylece, P(C;|x) degerini maksimum yapan sinif bulunur.

P(x|C).P(C; _
P(C;| x) =% (4. 3)

Veri setinde bircok niteleyici verildiginde P(x|C;) olasiigini hesaplamak oldukca
maliyetlidir. Bu nedenle, P(x|C;) ve P(C;) degerlendirilirken hesaplamadan
kacinmak icin siniflarin kosullu bagimsizligi adi altinda bir naif varsayim
gelistiriimistir. Boylelikle, niteleyici dederlerinin, sinif etiketi goz Oniine

alindiginda, birbirinden kosullu olarak bagimsiz oldugu varsayilir.

(4. 4)

P(x| Ci) ~ np(xk| Ci)
k=1

Buradan hareketle, degerlerin Gaussian dagiimina uydugu varsayilir ve p
ortalama ve ¢ standart sapma olmak Uzere P(x,|C,),P(x;|C)),...,P(x,|C))

olasiliklar egitim setinden kolaylikla tahmin edilebilir.
P(x |Ci) = Xk, I’l'CiO-Ci (4' 5)
X'in sinifini tahmin etmek igin, P(x|C;)P(C;) olasiigi her sinif icin degerlendirilir.

Siniflandirici, X'in sinif etiketini P(x|C;)P(C;) olasiiginin maksimum oldugu
noktada tahmin eder (Lewis, 1998).
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Naive Bayes algoritmasi, temelleri ylzyillar dnce atilmis olsa da glinimiizde
sik¢a kullanilmaya devam eden bir algoritmadir. K en yakin komsu algoritmasi
gibi tembel 6greniciler ile karsilastirildiginda siniflama islemini daha kisa siirede
tamamlar; hizhdir. Siniflama performansi ilgisiz degiskenler cikarildiginda
yukselir. Ancak bu algoritmayla gorece iyi sonuglar almak icin veri setinin buyik

olmasi gerekmektedir (Jadhav ve Channe, 2016).

Naive Bayes algoritmasinin avantajlari:
o Etkisiz degiskenleri disarida tutar.
e Yiksek performansa sahiptir.

e Algoritma islem siresi kisadir.

Naive Bayes algoritmasinin dezavantajlari:
e Naive Bayes algoritmasinda algoritmanin performansi gézlem sayisina
baglidir.
e TiUm egitim kiimesi hafizada yer tuttugu icin 6rnek tabanli ve tembel

ogrenicidir (Archana ve Elangovan, 2014).

4.6. k En Yakin Komsuluk Algoritmasi

k En Yakin Komsuluk (kNN) algoritmasi denetimli 6grenme algoritmalarindan
biridir. Parametrik yapida olmayan bu algoritma basit ve uygulanmasi kolay
oldugu icin en yaygin olarak kullanilan siniflandirma algoritmalarindan biri
olarak kabul edilmektedir. K en yakin komsu algoritmasi hem regresyon hem

de siniflandirma problemlerinde etki alanina sahip bir algoritmadir.

k En Yakin Komsu algoritmasi, ilk olarak 1950'lerin basinda ortaya atilmistir.
1965 yilinda N. J. Nilsson tarafindan uzakhig en kiglikleyen siniflandiricilar
calismalari ile bu algoritma Uzerinde ilerleme kaydedilmistir. Nilsson'
destekleyen calismalari ile T. Cover ve P. Hart’ 1967'de algoritmanin ¢alisma

prensiplerini gliniimizde kullanilan haline donastlirmislerdir (Hu vd., 2016).
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kNN algoritmasinin ¢ikis noktasi, benzerlik gdsteren verilerin ayni sinifta
bulunacak olma olasiligidir. Bir uzaklik olgiitli yardimiyla verilerin birbirlerine
olan uzakliklari hesaplanir. Buradan hareketle, hentiz bir sinifa atanmamis
veriye en vyakin siniflanmis veri tespit edilir. Calismalarda uzaklik
hesaplamalarinda temel kabul edilen, en fazla kullanilan uzaklik metrigi,
Euclidean uzakhdidir (Hu vd., 2016).

Uzakhgi hesaplanacak veri noktalari x; ve x, olarak disiinildiigiinde Euclidean

uzakligu,

xX1= (%11, X12 . X11) V€ X3= (X371, X232 ... X2, ) OlMak Gzere,
n (4. 6)
diSteuclidean(xle) = Z( X1i — x2i)2

i=1

Uzaklik olclitli olarak Manhattan, Minkowski, ve Chebyshev uzakliklari da
kullanilan diger uzaklik 6lgitleri olarak sayilabilir (Prasath vd., 2019). Uzaklik
Olglitlerine gore optimal k degeri degismekte, bdylece siniflandirma dogruluk

oranlarinda farkl sonuglar gézlenebilmektedir.

n “4.7)
distiminkowski (X1%2) = leli — X[
i=1
_ n (4. 8)
dlStmanhattan(Xlxz) = Zlei - x2i|
i=1
diStchebyshev(Xlxz) = m?Xlei - xZiI (4 9)

k En Yakin Komsu algoritmasinin dogasi geregi, dikkat edilmesi gereken,
siniflamanin seyrini degistirebilecek en 6nemli parametre k komsu degeridir. k
komsu dederi siniflama islemi baslamadan 6nce belirlenen kullanici taniml bir
parametredir. k=1'den baslayarak veri adedi kadar k degeri secmek

mumkindir. Eger k=1 ise algoritmanin adi “en yakin komsu algoritmasi”
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olarak anilabilir. k komsu degerinin optimum diizeyde segilmemesi birtakim
sorunlara yol acabilir. k degeri olmasi gerektiginden biiylik verilir ise birbiri ile
benzerlik gdstermeyen veriler ayni sinif icerisinde bulunmaya zorlanir. Bu
durumda hesaplanacak dogruluk orani diisecektir. Diger bir durumda eder k
degeri optimum diizeyin altinda segilir ise ayni sinifta bulunmasi gereken veriler
birbirinden koparilacaktir. Bu sartlar altinda yine ayni sekilde hesaplanacak

dogruluk orani diisecektir.

IO O
O o)
O
(]
n ]

Sekil 4. 2. k En Yakin Komsu Siniflamasi (Hu vd., 2016)

Sekil 4.2'de gosterildigi Gzere, * ile gosterilen veri, k = 1 ise, nokta kare sinifa
aittir; k = 5 ise, en yakin bes noktanin ¢ogunluk sinifi olan daire sinifina aittir
(Hu vd., 2016).

Ikili siniflandirma problemlerinde, birbirleri ile baglantili oylardan kaginmak
amaciyla k degerini tek sayi olarak belirlemek kurtarici bir alternatiftir (Archana

ve Elangovan, 2014).

Siniflandirma modellerinde temel yapi modelin kendi icinde bir artik
siniflandinici Gretmesi ve veri eklendikce bu artik siniflandirnicryr kullanmasi
uzerine kuruludur. kNN algoritmasinda ise artik siniflandirici igleyisi yer
almamaktadir. Siniflandirimak istenen her yeni veri igin en yakin komsularin
olusturdugu kiime tekrar tekrar hesaplanir. Bu nedenle siniflandirma igin
kullanilan sirenin uzun oldugu kNN algoritmasi tembel 6grenici olarak

tanimlanir (Khan vd., 2002). kNN algoritmasinin bu 6zelligi veri setinin sirekli
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gincellendigi durumlarda algoritmayi dogruluk orani acisindan daha basarili
yapar; veriler giincellendikge siniflandirma sonuglari da glincellenir. Ancak veri
seti hacminin yliksek oldugu durumlarda algoritmanin 6grenme islemi gérece

uzun slrdigiinden olumsuz bir durum olusturabilir.

kNN algoritmasinin avantajlari:
e Anlasiimasi ve uygulanmasi kolay bir siniflandirma teknigidir.
e Egitim siresi kisadir.
e GUrdltilu (bozuk) egitim verilerine dayanikhdir.

e Coklu siniflandirma problemleri igin uygundur.

kNN algoritmasinin dezavantaijlari:
e Verilerin yerel yapisina duyarhdir.
e Sinirh bir bellek ile galgir.
e Denetimli 6grenme algoritmalar icinde yer almasina ragmen tembel

ogrenici oldugu icin yavas calismaktadir (Archana ve Elangovan, 2014).

4.7. Destek Vektor Makinesi Algoritmasi

Destek Vektdr Makinesi (DVM), etiketlenmis egitim verilerinden, girdi ve cikti
verilerini gbz 6nlinde bulundurarak esleme islemi yapan bir denetimli 6grenme
algoritmasidir. Bu islem bir siniflandirma ya da bir regresyon problemi igin
kullanilabilir.

Siniflandirma ve regresyon problemlerinde sikga bagvurulan yontemlerden biri
olan DVM, 1963 yilinda Vladimir Vabnik ve Alexey Shervonenikis tarafindan
temelleri atilmig, 1995 yilinda ise gelistiriimesi tamamlanmis bir makine

o0grenmesi algoritmasidir (Satapathy vd., 2019);(Talabani, 2019).

Siniflama problemi 6zelinde algoritma ardindaki ana fikir, egitim verileri
dogrusal ayrilabiliyor ise bir hiperdiiziem yardimi ile siniflamaktir. EGitim verileri

dogrusal ayrilamiyor ise, ¢ekirdek fonksiyonlari yardimi ile veriyi ¢cok boyutlu
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bir uzaya haritalandirarak elde edilen yeni alanda dogrusal bir hiperdiizlem
elde ederek siniflamaktir (Onel vd., 2018). Daha sonra, maksimum marijli
hiperdiizlemlerin egitim verilerindeki siniflari en iyi sekilde ayirmalari igin es
zamanli olarak edgitilir. Iki paralel hiperdiizlem arasindaki mesafeyi en (st
dizeye cikararak verileri ayiran hiperdizlemin her iki tarafina iki paralel
hiperdiizlem olusturulur. Bu paralel hiperdiizlemler arasindaki kenar boslugu
veya mesafe ne kadar buyilkse siniflandiricinin genelleme hatasinin o kadar iyi
olacagi varsayimi yapilir. Tibbi tani, biyoinformatik, yiiz tanima, gorinti isleme
ve metin madenciligi gibi cok sayida gercek diinyadaki uygulamada, bilgi kesfi
ve veri madenciligi icin en popliler, en son teknoloji aracglardan biri olan DVM,
istenilen sayida degisken ile egitilerek dogrusal olmayan veriler Uzerinde
calisabilir. Bu nedenle, dogrusal olmayan, karmasik sistemleri ve slirecleri
modelleme konusunda oldukca yeteneklidir (Olson ve Delen, 2008). Destek
Vektor Makinesi algoritmasinin altyapisi istatistiksel 6grenme teorisi ve yapisal

risk minimizasyonuna dayanmaktadir.

4.7.1. istatistiksel 6grenme teorisi

Istatistiksel 6grenme teorisi makine 6grenimi algoritmalarinin ¢odu icin teorik
bir temel olusturur ve genel olarak yapay zekanin gelismis dallarindan biri
oldugu soylenebilir. 1960'larda Rusya'da ortaya cikmis ve farkli algoritmalarin
gelistiriimesinin ardindan 1990'larda genis bir popdlerlik kazanmistir (Luxburg
ve Schoelkopf, 2008).

Istatistiksel 6grenme teorisi, bilgi saglama, c¢ikarim yapma, karar verme
problemlerini incelemek icin gelistirilmis bir teoridir. Denetimli 6grenme
problemleri icerisinde kullanilan istatistiksel 6grenme teorisi, hedef alani en iyi
bicimde temsil edecek diizlemi belirlemeyi amaclamaktadir (Bousquet vd.,
2004).

R™"x R boyutlu uzayda <{(x;,vy),...,(x;,y;)} editim seti mevcut oldugu

varsayildiginda, bilinmeyen bir olasilik dagilimi ile dérneklenen P(x,y); hatayi
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olcen kayip fonksiyonu V(y,f(x)); belirli bir x igin, f(x) gercek deger y yerine
tahmin degeri olarak kabul edilir. Teori, yeni verilerdeki hata beklentisini en
aza indiren fonksiyon f(x)'i asagidaki gibi ifade eder (Jakkula, 2006).

f V(v f®))P(x y)dx dy (4.10)

En temel haliyle istatistiksel 6grenme teorisi, verilerin dncelikle bir dagiima
uygun olmadigini, yapilan analizler sonucunda veriye en uygun modelin
olusturulacagini savunur; klasik istatistigin getirdigi verilerin belli bir dagilima
uygunlugu onceden varsayma ve bu varsayimlar (izerine hareket etme

metoduna karsi durus sergiler (Comak, 2008).

Risk Minimizasyonu Problemi

Risk Minimizasyonu probleminde, yanit degiskenine en uygun yaklasimi
bulabilmek amaciyla bir kayip ya da tutarsizlik olarak adlandirabilen L degiskeni

L(y, (x, w)) tanimlanir. Kayip degiskeninin beklenen degeri asagidaki esitlik ile

belirlenir.
R(w) f L(y f(* W))dp(xy) (4. 11)

Burada ulasiimak istenen, x ve w sinif degiskenlerini goz éniinde bulundurarak
risk fonksiyonunu R(w)’yi minimize etmektedir. Ancak, ortak olasilik dagihmi
P(x, y) = P(y|x)P(x) bilinmemektedir ve bu bilgi sadece egitim veri setinde
bulunmaktadir (Vapnik, 1992).

Deneysel Risk Minimizasyonu

Risk minimizasyonu problemindeki ortak olasilik dagiimi problemini

¢ozlimlemek icin risk fonksiyonu R(w) deneysel risk fonksiyonu ile degistirilir.
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4 (4. 12)
E(w) = %Z L(Ye f(Xo W)

i=1

Deneysel Risk Minimizasyonu (DRM) E(w) problemini ¢éziimlemek amaciyla, w
e W kiimesi (izerinde E(w) degerini en aza indiren f(x,w;") hesaplamasinin en
yakin hesaplama oldugu varsayilir. Timevarim prensibi olarak adlandirilan bu
prensip, en kiliclk kareler, en c¢ok olabilirlik gibi ybntemlerde de

kullaniimaktadir.

Bu noktada DRM igin tiimevarim ilkesinin tutarlihdi, diger bir ifadeyle R(w;))
degerinin w e W kiimesi 6zelinde ¢ degeri sonsunuza giderken minimum olma
ozelligini koruyup koruyamadigina dair bir durum aranir. Bu amagla, Deneysel
Risk E(w), gercek riske R(w), tim f(x,w), w ¢ W seti lUzerinden uniform

(tekdlize) yakinsanir.
Sup _ 4. 13
Pmb{weWIR(W) E(W)|>8}—>O - o0 ( )

DRM probleminde ikinci olarak, ¢ degeri arttikca hesaplanacak yakinsamanin
ne kadar hizh olacagi 6nem tasir. Burada gecerli kosul tiim fonksiyonlarin

tekdiize yakinsanmasidir.

4.7.2. VC boyutu

Deneysel riskin gercek riske tekdiize yakinsamasi teorisi, yakinsama hizina
uygun, yeterli kosullarin ve sinirlarin tanimlanmasini icermektedir. P(x,y)
dagilim fonksiyonundan bagimsiz olan bu sinirlar, 6drenme makinesi
tarafindan uygulanan fonksiyonlar kiimesinin kapasitesinin nicel élgustline yani

kiimenin VC (Vapnik - Chervonenkis) boyutuna dayanir.
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Ikili bir problemi ele aldigimizda, y € {0, 1} ve f(x, w), w ¢ W gdsterge
fonksiyon sinifi olarak kabul edilir. Kayip fonksiyonu bu durumdan iki deger
alabilir: y =f(x, w) ise, L(y, f(x, w)) =0 ve diger durumlarda L(y, f(x, w)) = 1.
Boylece gercek risk, P(w) tarafindan belirlenen hata olasiligi olarak karsimiza
cikar. Deneysel Risk ise, v(w) tarafindan belirlenen egitim setindeki hatalarin

sikhgidir.

Gosterge fonksiyonlari kiimesinin alabilecegi maksimum VC boyutu sayisi h
olarak belirlendiginde, 2" miimkiin durum ile parcalara ayrilabilir. Ornek olarak,
n boyutlu uzayda, dogrusal durumda en fazla n +1 noktaya bollinebildiginden,

h= n+1 olarak belirlenir.

sup 2le\" , (4. 14)
Prob {w W [P(w) —v(w)| > e} < (T) exp{—e*l}
1 —n olasiligi ile tim w W dederleri igin:
l
Pw) = v (W) +Go (1) 319
Glven aralidi ile,
4. 16
l h (% + 1) —Inn ( )
Co <E’” ) - l

4.16'da verilen esitlik tim w e W igin, deneysel riski v(w) minimize eden w*ile

birlikte gergek risk P(w)'nin sinirlarini olusturur.

4.14'te verilen |P(w) — v(w)|sapmasinin P(w) fonksiyonu icin maksimum

olmasi ve '2'ye yakin olmasi beklenir; ¢linkli bu deger hata sapmasini

maksimum yapan G(W)z\[P(W)(l—P(w)) degeridir. Boylelikle given

araligindaki 4.16'da en koéti sinir, en kot karar kosulu tarafindan belirlenir.

Tekdlze yakinsanan P(w) igin,
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sup P(w) —v(w) 4. 17)
PrOb{WEWW > 8}

Bdylece, ilgili sapmanin varyansi (P(w)-v(w))/(c(w), w parametresinden
bagimsizlasir. 4.17'de verilen olasilik igin bir sinir olusursa, bu sinir P(w) igin
tekdlize bir sinir olur. Bu sinir hendiz olusturulmamistir, ancak P(w)<<1 igin

o(w) = /P(w) yaklasimi dogrudur ve asadida verilen esitsizlik s6z konusudur:

sup P(w) —v(w) 2le\" €21 (4. 18)
PTOb{WEWT>S}<<T) exp —T
1 —n olasiligi ile tim w ¢ W degerleri igin:
P(w) < v(w) + Cl(l/h,v(w),n) (4. 19)

Glven araligi:

l 24 1) — ) oWl (4. 20
Cl(/h,v(w),n)=2 l + 1+ |1+ ]

Gulven arahdi artik v(w)'ye baghidir ve v(w) = 0 icin asagidaki (4.21) halini alir.

C1(/h,0,m) = 2C5(1/h,0,7m) (4. 21)

4.7.3. Yapisal risk minimizasyonu
Deneysel Risk Minimizasyonu teorisi 4.15 ve 4.19'da verilen esitsizliklere gdre

sekillenir. #/h degeri biyidikgce, giiven araligi olan C, ve C; kigulir hatta

goz ardi edilebilir. Devaminda, gergek risk deneysel risk ile sinirflandirilir ve
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egitim setindeki hatanin frekansi kiiclik ise test setindeki hata olasiliginin kiigtik
olmasi beklenir. #/h degerinin kiiglik oldugu durumlarda ise gliven araligi goz
ardi edilemez ve v(w) = 0 durumu hata olasiliginin kiiclik oldugunu garanti
etmez. Bu durumda P(w)'nin en aza indirilmesi, v(w) ve gliven araliginin
eszamanlh olarak en aza indirilmesi ile mimkindir. Bdylelikle, VC boyutu

kontrol altinda tutulur.

Bu amagla Sp = {f(x, w), w € Wp} kimesinin i¢ ige gegmis alt kiimeleri
kullanilir.

S €S, C-Csy

Alt kiimelere karsilik asagi verilen VC boyutlar kullanilir.

h1<h2<"'<h3

Diger bir deyisle, yapisal riski en aza indirmek igin 6ncelikle deneysel risk en
aza indirilmelidir. Daha sonra deneysel riskleri ve gliven araligini en aza
indirecek en uygun S 0Ogesi secilir. Bu siire¢ h degerinin arttigi, minimum
deneysel riskin azaldigi buna karsilik given araliklarinin biyldiugid bir

dengeleme mantigi paralelinde gergeklesir.

4.7.4. Destek vektor makinesi ile siniflandirma

Destek Vektdr Makineleri istatistiksel ©grenme teorisi ve yapisal risk
minimizasyonu metodolojilerinin yardimiyla, siniflari birbirlerinden ayiracak en
optimum hiperdizlemi (hyperline) Gretmeyi amaclamaktadir, bu hiperdlizlem
cgizilirken sinirlar (marjin) diizleme en yakin verilere destek vektdr makineleri
adi verilir (Erdal, 2015).

Bir hiperdiiziemden sinirlarinin bir tarafina en kisa mesafe ile, diger tarafina
giden en kisa mesafenin esit oldugunu sdyleyebiliriz. Sinirlar hesaplanirken bu

mesafe aslinda her iki sinifin en yakin egitim grubuna en kisa mesafesidir.
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Ayiricl bir dogrusal hiperdiizlem su sekilde ifade edilebilir:
wy+b=0

Burada w =w;,w,..w, n tane degiskeni olan vektdr agirigini, b ise sabit
kaysayly! ifade etmektedir. iki adet degisken oldugunu diisiiniiliirse formdil
asadidaki sekilde tekrar yazilabilir:

WO + W1x1 + szz == O (4. 22)

Bdylece, hiperdizlemin Gzerindeki herhangi bir nokta;

Wy + wixq +wyxy, >0

Benzer olarak, hiperdlizlemin altindaki herhangi bir nokta:

Wy + wixq +wyx, <0

seklinde gosterilebilir. Hiperdiizlemin sinirlari ise asagida belirtildigi gibidir.
WO + W1x1 + szz 2 1 Yi = +1

WO + W1x1 + szz S _1 Yi = _1

Verilen esitsizlikler birlestirilir ve Sekil 4.3"te verilen dlizlemi olusturur:

}’i(Wo + wixq + szz) >1 'Vi yl(le +b)21 i,...,I (4. 23)
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thb:io/r
WX+b= /

Sekil 4. 3. Hiperdizlem Cizimi (Jakkula, 2006)

Optimal hiperdizlemin olusturulabilmesi igin, hiperdizlem siniflari (d)
maksimum olmalidir. Bu amacla w agirlik vektorli normu olan |jw||i minimize

etmek icin Lagrange carpani yontemi kullanilir (Erdal, 2015).

1
1 (4. 24)
Lw,b, o) = §||W||2 - E a; [yi(wx + b) — 1]

i=1

Lagrange carpanlari yontemiyle, w ve b kisitlarina gére L(w,b, @)

fonksiyonunun ekstremum noktalari bulunur.

: (4. 25)
Zai%;aim,i = 1,l

i=1

l (4. 26)
w = Zaiyixi,aizﬂ,i = 1,l
i=1

a = 0 noktalar destek vektoérleri olarak anilir. Karush Kuhn Tucker (KKT)
kosullari denklemi kullanilarak a # 0 saglanmadigi noktalarda asadgidaki
esitlige donlsur (Erdal, 2015).
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a;[y;(wx +b) —1]

(4. 27)

l L
1
LOPRASPIPRLEVEE)
i=1 j=1

i=1
L(a) Fonksiyonu maksimize edilerek problem ¢béziime kavusturulur.

4.7.5. Yumusak (soft) marjin

Gergek hayatta her veri setinde veriler dogrusal olarak ayrilmaz. Bu durumda

hesaplanan hiperdizlemler ile ilgili birtakim sorunlar ortaya cikar.

e X negatif siniftan ise, w,x + b = —1 x pozitif sinifa ait ise w,x + b =1
kullanilacagindan denkleme gore w ve b yok olur.

e W ve b parametreleri yok oldugunda marjin olusturulamaz, bu nedenle
marjini maksimize etme amac yok olur. Bdylece, hiperdizlemi

hesaplayan formil gegersiz kilinir (Murty ve Raghava, 2016).

Dogrusal olarak ayrilan veri setlerine giinliik hayatta ¢ok sik karsilasiimadigi
icin maksimum marjine sahip siniflandiriclyr segmek asiri 6grenme problemine
neden olabilir. Bu sorunu ¢ézmek igin uygulanabilecek ilk ydntem, siniflandirma

hatasina izin vermektir (Rossi ve Villa, 2006).

Eder w,x + b = wx + b > 0 ise X pozitif sinifa atanir.

Eder w,x + b = wx + b < 0 ise X negatif sinifa atanir.

Pozitif sinifin oriintlisti 1’den blyik ise e, hatasi ile adlandirilir. Negatif sinif
ise, e, (<1) hatasiyla iliskilidir, ancak burada yanlis siniflama yoktur. Bu tir
hatalari minimize etmek adina, élgme isleminde bu tir hatalarin toplamina
karsilik gelen bir hata terimi (e;) eklenir. ¢; = 0 ise Xi siniflandirma hatasi

yoktur. Ek olarak, e; negatif olamaz (e; = 20 Vi).
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Benzer sekilde, kisitlara hata terimi eklenir:

wxi+b = —-1+4e,y,=-1 (4. 28)
wxi+b < 1—-¢,y,=1

Ilgili esitlik icin 3 olasilik bulunur:

e ¢;= 0 olabilir. Bu durumda x;destek dizlemindedir, (w'x; + b = 1).

Boylece dogru bir sekilde siniflandirilir.

o ¢ <lvew'x;+b=1-—e¢; >0ise, x; dogru bir sekilde siniflandiriimaz.

Ancak, x; yine de marjin Uzerindedir.
e ¢, =>1vew'x; +b <0, x; yanlis siniflandirilir.

1 " (4. 29)
Minimizez lwl]|? + Cz e;
i=1

Hata terimi ile birlikte veri noktalarinin yanhs siniflandiriimasina izin verilir ve
nesnel fonksiyona gbére marjin maksimum vyapilirken yanlis siniflandirma
miktari en aza indirilir. Formile C (cost) parametresi, yumusak marjin maliyet
fonksiyonunun parametresi olarak eklenir. C, marjin boyutu ile egitimdeki hata

miktar arasindaki dengeyi belirleyen bir parametredir (Yu ve Kim, 2012).

C parametresinin degeri ne kadar blylrse, siniflandirma islemi sert marjin
siniflandirmasina o kadar yaklasir. Bu nedenle C parametresi siniflandirma

dogrulugu Uzerinde gliclii bir etkiye sahiptir (Tuba vd., 2016).
Veri noktalarinin dogrusal ayrildigi durumda aranan «; = 0 kosulu, bu durumda

C = a; = 0 kosuluna donlsur. Vektérin normunu minimize edebilmek adina

Langrange carpimi yeni degiskenler ile tekrar olusturulur. Carpima y; degiskeni
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eklenir. u;, Langrage degiskeni e; >0 veya -e¢; <0 esdederiolan -¢; <0 >
e; kisitlama ile iliskili Lagrange degiskenidir. Diger bir deyisle, y; fonksiyonun

negatif deger vermesini 6nleyen carpandir (Yu ve Kim, 2012).

uie = O,l = 1,2, . n (4. 30)
a;+p =C
e, =0, a; < C oldugu durumda
e; =0, a; = C oldugu durumda
'%,/4
A 4
4/

a;=0,e;=0
C>a;>0,e,=0
a=C1>e;>0
a=Ce >1

Sekil 4. 4. C Maliyet Parametresi Gdsterimi (Yu ve Kim, 2012)

Sekil 4.4'te gosterildigi izere marjin disindaki veri noktalari @ = 0 ve ¢;= 0
degerlerine sahip olacaktir. Marjin Ustlindeki noktalar ise C> a > 0 olacak
ancak yine de e;= 0 olacaktir. Marijin icindeki veri noktalari igin ise @« = C
olacaktir. Bunlar arasinda, dogru siniflandirilanlarin 1 >e> 0, vyanls
siniflandirlan puanlari ise e> 1 olacaktir (Yu ve Kim, 2012). Bu kosullar altinda

optimal parametre degerleri segilir.
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Degiskenler Langrage carpiminda yerine konuldugunda:

1 " & = (4. 31)
L =EW’W+C261- +2ai(1—ei —yi(w’xi+b))—2,uiei
i=1 i=1 i=1

Benzer sekilde, a; de, y;(w'xj+b)>1—ei ya da 1—e; —y;(w'x;j+b) <0

sabitleri ile Langrange degiskenidir.

Bu durumda agirlk vektori

- 4. 32)
w = z a;yiXi

=1

L'yi b ile ayirarak ve 0'a esitleyerek,

Z“: o (4. 33)

=1

Soft marjinlerin ¢ikis noktasinda oldugu gibi, tamamen dogrusal dagilan veriyi
gercek hayat problemlerinde elde etmek oldukca zordur. Bu amacla bir hata
terimi eklenerek hiperdtizlemi olustururken hesaplamanin hata yapmasina izin
verilir. Ancak bazi durumlarda soft marjin yontemi de yetersiz kalabilmektedir.
Buradan dogan ihtiyac ile, dogrusal ayrilamayan verilerin girdi noktalarini
ozellik noktalarina esleyerek yeni ve ¢ok boyutlu uzay yaratilabilir ve dogrusal

olmayan yuzeyleri ayirma calismasi yapilabilir (Cortes ve Vapnik, 1995).

Bu noktada egitim verisindeki noktalarin uzayina referans eden “giris uzayi” ve
verilerin dondsimden sonraki cok boyutlu uzaya referans eden “6zellik uzayi
(p(Xi)” terimleri kullanihr. Haritalama islemini galismanin basinda kestirmek
zorunlu degildir; giris uzayinda x noktasini sonsuz boyutlu 6zellik uzayina

haritalamak mimkin olabilir.
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4.7.6. Kernel gekirdek fonksiyonlar

Dogrusal olmayan DVM'lerin temel fikri, egitim verilerini haritalama @(x)
Uzerinden daha yuksek boyutlu bir 6zellik alanina eslestirmek ve orada
maksimum marjine sahip bir ayirici hiperdiizlem olusturmaktir. Boylece, yeni
uzayda dogrusal olmayan bir karar siniri olusturulur. Sekil 4.5'te de gosterildigi
Uzere, bir gekirdek fonksiyonu olan K(x,z) = (@(x),®(z)) kullanarak, ayiran
hiperdizlemi aclk bir sekilde girdi uzayindan 06zellik uzayina egleyen

hesaplamayi gerceklestirmek mimkiindlr (Scholkopf, 2000).

X2

Sk b S0 0 SO0 F S’

454 05 0 051 15
X1

Giris Uzayi Ozellik Uzay:

Sekil 4. 5. Kernel Fonksiyonlari ile Ozellik Uzayina Haritalandirma (Bin Altaf ve
Yoo, 2016)

Ozellik alaninda bir hiperdiiziem olusturmak icin oncelikle n boyutlu giris
vektdrt x'i N boyutlu bir 6zellik vektdriine dontstirmek icin N boyutlu vektor
fonksiyonu ¢ secimi yapilir (Cortes ve Vapnik, 1995).

(b:mn_)mN

Destek vektor makineleri icin 6zellik uzayi yaratma igleminde Hilbert uzayinda
nokta-urun eglesmesi fikrinden yararlanilir (Anderson ve Bahadur, 1966).
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¢(w).¢) = K(u,v) (4. 34)

Hilbert-Schmidt Teorisi'ne gore K(u,v) € L, ile herhangi bir K(u, v) simetrik bir
fonksiyonu,

0 (4. 35)
K@wv) = ) 2 (). i(v)

K (u, v) tarafindan tanimlanan integral isleminin 4; € R ve ¢; 'nin 6zdeger ve

0z fonksiyonlari seklinde genigletilebilir.

fK(u, v) ¢;(w)du = 4;¢;(v) (4. 36)

Bir 6zellik uzayinda nokta-trin tammini olusturabilmek icin yeterli kosul,
genisletme isleminde tim 06z dederlerinin pozitif olmasidir. Bu katsayilarin
pozitif oldugunu garanti etmek icin, gerekli ve yeterli durum Mercer teoremi ile

saglanir.

fK(u, v) gw)g(w)dudv > 0 (4. 37)

Tum g degerleri icin
(4. 38)

fgz (w)du < o

Bdylece Mercer Teoremini karsilayan nokta-uriin fonksiyonu olusturulur.

|u—v|> (4. 39)

K(u,v) = exp (— -

K cekirdek islevi icin gesitli gekirdek fonksiyonlari kullanilabilmektedir. Radyal

tabanh kernel, polinomial kernel, sigmoid kernel en ¢ok kullanilan gekirdek
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fonksiyonlandir (Amami vd., 2013). Girdi uzayindan o6zellik uzayina olan
haritalandirma  islemini  yapabilecek cekirdek fonksiyonlari asagida

siralanmigstir.

e Radyal Tabanh Kernel Fonksiyonu
Gaussian radyal temelli fonksiyon (RBF) siniflandinicisidir. Burada cekirdek
fonksiyonunun sonucu x;'in x;'den Oklid uzakligina baglidir. Destek vektérii o,
RBF'nin merkezi olacak ve bu destek vektorinin veri alani Gzerindeki etki
alanini belirleyecek kullanici tanimli bir parametredir. Bu deder biyidiikce
daha yumusak bir karar ylizeyi ve daha dizenli karar siniri ortaya ¢ikar. Bunun
nedeni, ytksek bir RBF'nin bir destek vektorinin daha genis bir alan tzerinde
glcli bir etkiye sahip olmasini saglamasidir. Daha biyik bir deder de destek

vektorlerinin sayisini asagi yonli oynatacaktir (Girma, 2009).

(4. 40)

||xi —X

2
K(xi,xj) = exp (— TZJ”>

e Polinominal Kernel Fonksiyonu

Polinominal ¢ekirdek fonksiyonu, duragan olmayan bir fonksiyondur. D
parametresi polinomun derecesini veren parametre iken r sabit terimdir
(Amami vd., 2013). Polinom gekirdegi fonksiyonu yonlidir, yani cikis dislik
boyutlu uzaydaki iki vektoriin yonine baghdir. Bunun nedeni cekirdekteki
nokta trdnadur. Ayni ydondeki tim vektorler gekirdekten yiksek bir gikisa sahip
olacaktir. Ciktinin biyUkligli de xj vektoriniin blydkligine baghdir (Girma,
2009).

K(x;, %) = (ox]x + r)d,a >0 (4. 41)

e Sigmoid Kernel Fonksiyonu
Sinir aglari kokenli olan Sigmoid cekirdek fonksiyonunda k ve 6 kullanici

tanimli parametrelerdir.
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K(x,y) = tanh(kXTy + 0) (4. 42)

Secilen gekirdek hilesi ile girdi uzayindan 6zellik uzayina vektoér yaratir. Bu
donidsum ile birlikte:
e Giris uzayinda dogrusal olmayan bir sinir, 6zellik uzayinda dogrusal bir
karar siniri kullanilarak yakalanabilir.
e DOnistlirme uygunsa, giris uzayinda saglanamayan dogrusallik sorunu,
ozellik alaninda elde edilen basit dogrusal siniflayici ile ¢oziilebilir

o Genellikle 6zellik uzay giris uzayi gore daha yiksek boyuta sahiptir.
Destek  Vektdér  Makinelerinin  gekirdek  fonksiyonlari  kullanilarak

siniflandiriimasinda 6ncelikli olarak N boyutlu dogrusal ayirici w ve b sapma ile

sonra donusturtlmis vektdrler klimesi olusturulur.
P(x;) = P1(x), P2 (i), s Py (x), i=1,..,1 (4. 43)

Bilinmeyen vektor x'in siniflandirimasi, 6nce vektdri ayirma alanina (x —

¢(x)) donustirerek ve daha sonra fonksiyonun isaretini alarak yapilir.
fG)=w.¢(x) +b (4. 44)

Yumusak marjin siniflandirma ydnteminin 6zelliklerine gore, 6zellik alaninda w

vektori destek vektorlerinin dogrusal bir kombinasyonu olarak yazilabilir.

L (4. 45)
w = ZJ’i“ifb(xi)

W adirlik vektori 4.45'teki fonksiyonda yerine konuldugunda siniflandirma

fonksiyonu yalnizca nokta uzayina bagh olarak sekillenir.
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! (4. 46)
f0O = pE.w+b =) yiayd().$(x) + b

Buradan hareketle b:

b =y —W'oX) =y, - Z aiyi$ ((Xi))tqb(xi) (4. 47)

Xi€S

Girdi uzayindan 06zellik uzayina haritalanan veriler ile maksimum marjini
olusturacak siniflayici belirlenerek Lagrangian probleminde yeniden formiile
edilir (Hofmann, 2006).

d L T (4. 48)
Lp|l—=)= ) a;— a;q;y;yj¢p (") ¢<—?)
(@)= Yo=Y Yoot ) (-
Optimal agirlik vektori
t
(4. 49)
- Yo ()
j=1

Optimal hiperdiizlem
! (4. 50)

(;;)T 2 tho = Z i, Yoi® (Z)T ¢ (7) +by=0

=1

Optimal karar fonksiyonu,

g (7) = sgn ((;)T 2 +b0> = sgnzl: i, Yoip (;;)T ¢ (7) +bo
i=1

1=

(4. 51)

Her yeni test verisi igin destek vektdri gekirdek islevinin yeniden hesaplanmasi

gerekir.

DVM algoritmasinin avantaijlari:

e Hatali veriyi ayiklamada guglu bir yontemdir.

55



e Ozellikle cok yiiksek boyutlu verilerde etkin sonuclar vermektedir.
DVM algoritmasinin dezavantaijlari:

e Siniflandirma slresi uzundur, bu nedenle zaman maliyeti fazladir

(Archana ve Elangovan, 2014).
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5. UYGULAMA

Calismanin bu asamasinda, tanitilan makine 6grenmesi algoritmalarinin iflas
tahmin problemine uygulanmasi ile ilgili adimlara yer verilmistir. Sekil 5.1.’de
gosterildigi tzere, bu bolimde ilk olarak veri seti tanitilmis, degisken segimi
adimlan anlatiimistir. Egitim verisindeki hedef degisken oranindan o6tiri
ornekleme calismasi yapilmis, bu adim sonrasinda veri seti egitim ve test verisi
olarak ayrilmistir. Konu edilen calismalari takiben Naive Bayes, k En Yakin
Komsu ve Destek Vektdér Makineleri algoritmalari ile siniflandirma iglemi
gerceklestirilmistir. Calisma Oncesinde tanitilan performans dlgltleri ile

algoritmalar karsilastiriimistir.

a Degisken Segimi
SMOTE Ornekleme

%70 %30
——
Egitim Test
(
Algoritmalarin Egitimi
Parametre Optimizasyonu
Gapraz Dogrulama — |N

g > performans Olgiitleri

-
Q@ Gelistirilen Modeller

Veri Temizleme

Sekil 5. 1. Uygulama Adimlari Semasi
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5.1. Arastirmada Kullanilan Veri Seti

Arastirmada kullanilan veriler, Kaliforniya Universitesi tarafindan paylasilan,
makine 6grenmesi calismalarina yonelik agik kaynakli veri setlerinin bulundugu
bir platformdan (UCI) alinmistir. Veri toplanirken, imalat sektériinde faaliyet
gosteren Polonyali sirketler dikkate alinmistir. 2004 yilindan itibaren Polonya’da
faaliyet gosteren sirketlerin finansal bilgilerine Piyasalar Bilgi Servisi (EMIS)

veritabani aracilidi ile ulasiimistir.

EMIS (www.emis.com) veritabanindaki verilerin kullanilabilirligine gére, 2007-
2013 yillani arasindan iflas eden sirketler ve 2000-2012 arasinda faaliyetlerine
devam edebilen sirketler analize dahil edilmistir. Boylece, iflas etmis ve hali
hazirda faaliyet gosteren sirket verileri birlestirilerek veri seti olusturulmustur.
2007-2013 déneminde yaklasik 700 iflas eden firma icin yaklasik 2400 bilanco;
2000-2012 doéneminde halen faaliyette olan 10.000'den fazla sirket icin eger
bu firmalar arasinda iflas beyan etmis sirket var ise calismanin disinda tutularak
65 binden fazla bilango dikkate alinmistir. Calisma sonucunda veri akisi
saglanmis Tablo 5.1'de verilen 64 finansal gosterge secilerek veri seti

olusturulmustur.

Tablo 5. 1. Degisken Listesi

Degiskenin o - Degiskenin - .
Kodu Degiskenin Tanimi Kodu Degiskenin Tanimi
X1 net kar / toplam varliklar X33 isletme giderleri / kisa vadeli yUkimldltkler
X2 Sgeﬁlr;;ryUkUmIUIUkIer / toplam X34 isletme giderleri / toplam yukimliltkler
X3 calisma - sermayesi /- toplam X35 satislardaki kar / toplam varliklar
varliklar
X4 donen varliklar / lasa vadel X36 toplam satiglar / toplam varliklar
borglar
[(nakit + kisa vadeli menkul
X5 kiymetler + alacaklar - kisa X37 (cari varliklar - stoklar) / uzun vadeli
vadeli borglar) / (isletme yukimlulikler
giderleri - amortisman)] * 365
X6 elde tutulan kazanglar / toplam X38 sabit sermaye / toplam varliklar
varliklar
X7 EBIT / toplam varliklar X39 satis / satis kar
X8 Ozkaynak / toplam X40 (cari varliklar - stok - alacaklar) / kisa vadeli
yikimldluklerin defter degeri yukimlulikler
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toplam ydkumldlikler / ((faaliyet kan +
X9 satis / toplam varliklar X41 amortisman) * (12/365))
X10 Ozkaynak / toplam varliklar X42 faaliyet faaliyetleri / satis kar
(brit kar + olagandstii kalemler L i
X11 + finansal giderler) / toplam | X43 L?;clasyon alacaklar + giin iginde stok devir
varliklar
X12 briit kar / kisa vadeli borglar X44 (alacaklar * 365) / satis
X13 (brit kar + amortisman) / satis | X45 net kar / stok
(brit kar + faiz) / toplam (cari varlklar - stok) / kisa vadeli
X14 X46 L
varliklar yukimlilikler
(toplam yikimlGlukler * 365) / % o -
X15 (briit kar + amortisman) X47 (stok * 365) / satilan uUriinlerin maliyeti
(brit kar + amortisman) / FAVOK (Faiz Amortisman ve Vergi Oncesi
X16 e X48
toplam yukumliltkler Kar) / toplam varliklar
X17 toplam varlklar / toplam X49 FAVOK (faaliyet faaliyetlerinden elde eden
yukimllikler kar - amortisman) / satislar
X18 briit kar / toplam varliklar X50 donen varliklar / toplam yikimliliikler
X19 briit kar / satig X51 kisa vadeli borglar / toplam varliklar
%20 (stok * 365) / satis X52 (.k|__sa vgdeh YukL_lquIukIer 365) / satilan
arlnlerin maliyeti)
X21 satis (n) / satis (n-1) X53 Ozkaynak / sabit kiymetler
X22 faaliyetlerinden elde edilen kar / X54 sabit sermaye / sabit kiymetler
toplam varliklar
X23 net kar / satig X55 galisma sermayesi
X24 brat kar (3 yil iginde) / toplam X56 (satis - satilan Grinlerin maliyeti) / satis
varliklar
X25 (6zkaynak - sermaye |y (cari varliklar - stok - kisa vadeli borglar) /
sermayesi) / toplam varlklar (satiglar - brit kar - amortisman)
(net kar + amortisman) / .
X26 toplam yikamlalikler X58 toplam maliyetler /toplam satiglar
X27 faaliyet faaliyetierinden kar / X59 uzun vadeli ytkimldlikler / 6zkaynaklar
finansal giderler y ynakia
calsma sermayesi / sabit
X28 kiymetler X60 satis / envanter
X29 toplam varliklarin logaritmasi X61 satis / alacaklar
X30 gta]c;lp;Iam ylkimidldkler - nakit) / X62 (kisa vadeli borglar *365) / satig
X31 (brit kar + faiz) / satis X63 satis / kisa vadeli yikimldlikler
(cari borglar * 365) / satilan .
X32 tiriindn maliyeti X64 satis / sabit kiymetler

Toplanan verilere dayanarak tahmin dénemi 5 farkli yila ayriimistir.

e 5 Yil Sonra iflas Eden Firmalar: Tahmin déneminin 1.yilindan itibaren
finansal oranlari ve 5 yil sonraki iflas durumunu gdésteren ilgili sinif
etiketini igerir. 7027 veriden, 271'i iflas etmis sirketleri, 6756'si iflas

etmemis sirketleri temsil etmektedir.
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e 4 Yil Sonra Iflas Eden Firmalar: Tahmin déneminin 2. Yilindan itibaren
finansal oranlari ve 4 yil sonraki iflas durumunu gdésteren ilgili sinif
etiketini igerir. 10173 veriden, 400'U iflas etmis sirketleri, 9773l iflas

etmemis sirketleri temsil etmektedir.

e 3 Yl Sonra Iflas Eden Firmalar: Tahmin déneminin 3. Yilindan itibaren
finansal oranlari ve 3 yil sonraki iflas durumunu gdésteren ilgili sinif
etiketini icerir. 10503 veriden, 495'i iflas etmis sirketleri, 10008'i iflas

etmemis sirketleri temsil etmektedir.

e 2 Yil Sonra Iflas Eden Firmalar: Tahmin déneminin 4. Yilindan itibaren
finansal oranlari ve 2 yil sonraki iflas durumunu gdésteren ilgili sinif
etiketini igerir. 9792 veriden, 515'i iflas etmis sirketleri, 9277'si iflas

etmemis sirketleri temsil etmektedir.

e 1Yl Sonra Iflas Eden Firmalar: Tahmin déneminin 5. Yilindan itibaren
finansal oranlari ve 1 yil sonraki iflas durumunu gdésteren ilgili sinif
etiketini icerir. 5910 veriden, 410'u iflas etmis sirketleri, 5500'U iflas

etmemis sirketleri temsil etmektedir.

5.2. Arastirmanin Metodolojisi

Bu boélimde, iflas tahmin probleminin ¢bzimlenmesinde kullanilacak analizlere
yer verilmistir. Belirlenen veri seti Gzerinde tahmine yardimc olacak optimal
degiskenlerin secimi ve Ornekleme yontemleri anlatiimistir. Ardindan

algoritmalarin karsilastirimasinda kullanilacak 6lgttler tanitilmistir.

5.2.1. Degisken secimi

Teknolojik gelismeler veri toplama, veriyi veritabani olusturarak saklama

faaliyetlerinde blylk gelistirme gostermis ve gelistirmeye de devam
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etmektedir. Ancak analizler yapilirken her durumda, her tarli veriye ulasmak
mimkiin olmamaktadir. Ote yandan, farkli kaynaklardan veri toplaniyor ise
periyodik olarak tutulmus veriye erisim konusunda sikintilar yasanabilmektedir.
Bu nedenle analizler olustururken ortaya cikacak maliyetler distnlerek,
problemi optimum ¢6ziime kavusturacak (maksimum dogruluk saglayacak)

minimum degisken segimi yapmak 6nemlidir.

Toplanan 64 degisken icin hem ileriki calismalarda ilgili 64 degiskene ulasmanin
maliyeti, hem de eger degiskenin anlamli bir etkisi yoksa algoritmayi yorma
(siniflama siliresinin uzamasi, yanh sonuglar dogurmasi vb.) durumu goéz

onlinde bulundurularak degiskenlerde azaltma yoluna gidilmistir.

Calismada degisken secimi asamasinda Kanit Agirhgi (Weight of Evidence
(WOE)) ve Bilgi Degeri (Information Value (IV)) olgitleri kullaniimistir. Kanit
Agirhgr ve Bilgi Degeri degisken segimi icin kullanilan basit ve glgli
tekniklerdendir. Lojistik regresyon tabanli bu secim yontemi agirlikli olarak
kredi skorlama problemlerinde iyi ve kot mdisterileri ayirmak igin
kullanilmaktadir (Krishnan, 2018).

1940'larin sonlarinda ortaya gikan ve baslangigta skorlama icin gelistirilen bilgi
kuramina dayanan Kanit Agirliklari (WOE) ve Bilgi Degeri (IV) son yillarda
segmentasyon ve degisken azaltma gibi kullanimlar igin giderek artan bir ilgi
gormektedir. WOE ve IV hesaplanmasi, ilgili durumun olmasi ve olusmamasi
arasindaki zithgi gerektirdiginden ikili sonuclarin analizi ve tahmini ile
sinirlandinimistir (Lin ve Hsieh, 2014).

WOE, bagimh degiskenin istenilen dederini tahmin etmede gruplanmis
Ozniteligin glclini Olcer. WOE hesaplanirken veriler genelde parcalara
(gruplara) boélandr. Her gruptaki ilgili olayin olma durumu ve olmama durumu
sayisi hesaplanir ve ylizde degeri alinir. Bu iki deder birbirine oranlanarak In
tabaninda yazilir. WOE terminolojisinde bir olayin gerceklesmesi (bu calisma

icin firmanin iflas etme olasiig) “Bad”(b) olarak tanimlanir. Olayin
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gerceklesmeme durumu (firmanin iflas etmemesi) ise “Good”(g) olarak
tanimlanir (Zeng, 2014).

by (5.1)
R P

g1
91t 92t G+

WOE = In

Boylece her grup icin tablo 5.2'de gosterildigi gibi WOE hesaplanir.

Tablo 5. 2. WOE Hesaplanmasi (Zeng, 2014)

Grup x Good Sayisi Bad Sayisi WOE
1 g4 b, by/(by + by ...+ byyy)
In
X3 91/(91 + 92 . ¥ Gs1)
X
lfl
2 Xn, 41 q b, by/(by + by ... ¥ byyy)
: ‘ ‘ n
92/(G1 * 92 -+ Gksa1)
lI!
lfl
k L G by | by/(by + b, ..+ by,,)
ol n
Xnp.142 9/ (91 * G2 -+ Giar)
l”
k +1 Xnase 1 [ bysq I bes1/(by + by ...+ byyy)
. n
Xnpe2 Orer1/(G1 + 92 -+ Gisr)
Xn

WOE yardimi ile, IV degiskenin genel tahmin gliciini degerlendirir. Bbylece,
rakip degiskenler arasinda tahmin gliciinii degerlendirmek igin kullanilan ana
kriter IV haline gelir. Bilgi Degeri asagidaki gibi hesaplanir (Lin ve Hsieh, 2014).
Bir degiskenin dzniteliklerinin WOE degerinin agirlikh toplamidir; bu da olan
olaylarin orani ile olmayan olaylarin orani arasindaki farktir. IV asagidaki gibi
hesaplanir (Wu vd., 2013).
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olayin gerceklesme sayist

(5. 2)

IV = E ( " —
— \TUum durum icinde olayn gergeklesme sayist
L

Olaywn gercgeklesmeme sayist

- .WOE;
Tim durum iginde olaywn gerceklesmeme SayLSl) '

Hesaplanan IV degeri 0,02'den kiiglik ise tahmin gliciiniin olmadigi kanisina
varilir. Buna karsilik IV dederinin 0,5 degerinden biliylk olmasi degiskenin

supheli tahmin edici kategorisinde yer almasina neden olur.

Tablo 5. 3. IV Deger Karsiliklari (Krishnan, 2018)

v Tanim
<0.02 Tahmin Gucu Yok
0.1 Zayif Tahminci
0.1 -0.3 Orta Glglu Tahminci
0.3-0.5 Gugli Tahminci
>0.5 Supheli Tahminci

Belirlenen kriterler cergcevesinde, Python 3.7 (izerinde degiskenlerin WOE ve IV
Tablo 5.4'te ** le

algoritmanin tahmin gticline istenen yonde sekil veren, analize dahil edilen

degerleri hesaplanmistir. isaretlenen degiskenler
degiskenlerdir.

Tablo 5. 4. Degiskenler icin hesaplanan IV Degerleri
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5 Yil Sonra 4 Y1l Sonra 3 Yil Sonra 2 Yil Sonra 1 Yil Sonra
. Iflas Eden Iflas Eden Iflas Eden Iflas Eden Iflas Eden

Degisken - . . - . . - . . - . - .
Firmalar igin Firmalar igin Firmalar igin Firmalar igin Firmalar igin
IV Degeri IV Degeri IV Degeri IV Degeri IV Degeri

X1 0,27%* 0,26%* 0,19%* 0,19%* 0,13%*

X2 0,3** 0,43** 0,42%* 0,25%* 0,17%*

X3 0,54 0,64 0,58 0,49%* 0,09

X4 0,39%* 0,22%* 0,18%* 0,16%* 0,22%*

X5 0,25%* 0,31%* 0,33%* 0,25%* 0,06

X6 0,92 0,93 0,79 0,63 0,04

X7 0,29%* 0,4** 0,4** 0,2** 0,12%*

X8 0,39%* 0,22%* 0,18%* 0,16%* 0,17%*

X9 0,71 0,93 0,77 0,62 0,42%*

X10 0,39%* 0,22%* 0,18%* 0,16%* 0,18%*

X11 0,26%* 0,4** 0,29%* 0,32%* 0,09




X12
X13
X14
X15
X16
X17
X18
X19
X20
X21
X22
X23
X24
X25
X26
X27
X28
X29
X30
X31
X32
X33
X34
X35
X36
X37
X38
X39
X40
X41
X42
X43
X44
X45
X46
X47
X48
X49
X50
X51
X52
X53
X54
X55
X56
X57

0,31%*
0,99
0,28%*
0,34%*
0,27%*
0,21%*
0,44%*
0,26%*
0,35%*
0,18%*
0,29%*
0,49%*
0,3%*
0,16%*
0,23**
0,2%*
0,35%*
0,4%*
0,36**
0,42%*
0,58
0,16%*
0,92
0,29%*
0,35%*
0,33**
0,27%*
0,17**
0,08
0,13**
0,28%*
0,21%*
0,23**
0,24%*
0,29%*
0,3%*
1,26
0,29%*
0,19%*
0,28%*
0,21%*
0,31%*
0,19%*
0,23**
0,17**
0,27%*

0,24%*
1,22
0,44%*
0,52
0,36**
0,24%*
0,52
0,17%*
0,4%*
0,28%*
0,32%*
0,66
0,41%*
0,22%*
0,20%*
0,26%*
0,48+
0,42%*
0,46%*
0,49%*
0,61
0,28%*
1,02
0,46%*
0,43%*
0,56
0,37%*
0,28%*
0,19%*
0,14%*
0,27%*
0,25%*
0,35%*
0,23%*
0,25%*
0,28%*
0,86
0,25%*
0,2%*
0,26%*
0,31%*
0,28%*
0,24%*
0,27%*
0,26%*
0,22%*
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0,21**

0,36**
0,43%*
0,32%*
0,24%*
0,56
0,19%*
0,35%*
0,23%*
0,23%*
0,55
0,43%*
0,26**
0,23%*
0,25%*
0,5%*
0,32%*
0,42%*
0,43%*
0,48**
0,22%*
0,98
0,33%*
0,39%*
0,43%*
0,34%*
0,28%*
0,12%*
0,09
0,24%*
0,23%*
0,24%*
0,24%*
0,21%*
0,26**
0,89
0,25%*
0,19%*
0,36**
0,22%*
0,24%*
0,2%*
0,23%*
0,21%*
0,23%*

0,11%*
0,79
0,28**
0,35%*
0,26**
0,14%*
0,48**
0,2%*
0,28**
0,2%*
0,15**
0,52
0,32**
0,25**
0,26**
0,16**
0,36%*
0,31**
0,32**
0,34**
0,39%*
0,2%*
0,9
0,31**
0,34**
0,36%*
0,38%*
0,24**
0,13**
0,09
0,18**
0,18**
0,19**
0,21%*
0,17%*
0,14%*
0,78
0,18**
0,09
0,18**
0,19**
0,16**
0,17%*
0,15**
0,21%*
0,19**

0,09
0,07
0,12%*
0,03
0,07
0,3**
0,12%*
0,09
0,2%*
0,54
0,08
0,1%*
0,09
0,09
0,09
0,07
0,07
0,47%*
0,14%*
0,07
0,19**
0,16**
0,08
0,1%*
0,24**
0,13**
0,13**
0,05
0,09
0,1%*
0,45**
0,29**
0,14%*
0,09
0,12%*
0,12%*
0,1%*
0,09
0,17%*
0,16**
0,16**
0,1%*
0,18**
0,04
0,05
0,1%*




X58
X59
X60
X61
X62
X63
X64

0,14%*
0,2%*

0,23%*
0,26**
0,26**
0,11%*
0,28%*

0,31**
0,26%*
0,23%*
0,37**
0,23%*
0,12**
0,43%*

0,18%*
0,15%*
0,21**
0,27**
0,18%*
0,11**
0,34**

0,2%*
0,15**
0,2%*

0,19**
0,13**
0,11%*
0,32%*

0,43**
0,06
0,17%*
0,11%*
0,2%*
0,17%*
0,09

1V dederi 0,1 - 0,5 arasindaki degiskenler analize dahil edilmistir.

Tablo 5.4'ten hareketle,

5 yil sonra iflas eden firmalarin tahmini icin 56 degisken,

4 yil sonra iflas eden firmalarin tahmini icin 53 degisken,

3 yil sonra iflas eden firmalarin tahmini icin 55 degisken,

2 yil sonra iflas eden firmalarin tahmini icin 56 degisken,

1 yil sonra iflas eden firmalarin tahmini icin 38 degisken ile siniflama

algoritmalar egitilecektir.

5.2.2. Veri 0n isleme, egitim ve test seti ayrimi

Calismada uygulanacak makine 6grenmesi algoritmalari denetimli makine
o0grenmesi altinda yer almaktadir. Bu nedenle, denetimli 6grenme makineleri
siireci geregi veri seti egitim seti ve test seti olarak ayriimalidir. Egitim seti ve
test seti oranlari calismalara goére farklilik gdsterebilir, %66.6- %33.3, %70-
%30, %80- %20 gibi farkli oranlarda ayrilabilmektedir. Bu calismada, veri seti

%70'i egitim seti, %30u test seti olacak sekilde ayrilmasina karar verilmistir.

Veri seti egitim ve test seti olarak ayrilmadan 6nce, tahmin edilecek yil bazinda

mevcut olan iflas eden ve iflas etmeyen firma sayilar analiz edilmistir.

Tablo 5. 5. Hedef Degiskenin Sinif Hacimleri

Ilgili Yilda iflas Eden

Ta!\min II_giIi Yilda Iflas Eden | Ilgili Yilda Iflas Firmalarin Veri Seti
Edilecek Yil | Firma Sayisi Etmeyen Firma Sayisi icerisindeki Orani
1.yl 30 3.171 1%
2.yl 117 6.251 2%
3.yl 107 4.823 2%
4yl 120 4.695 2%
Syl 191 3.038 6%
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Tablo 5.5te verildigi Uzere, siniflandirma algoritmasinin kurgulanmasina
yardimci olacak egitim seti icerisindeki iflas eden firma orani 5 yilin sonunda
iflas eden firmalar tahmin edilmek istendiginde %1, 4, 3 ve 2 yilin sonunda
iflas eden firmalar tahmin edilmek istediginde %2 1 yilin sonunda iflas eden

firmalar tahmin edilmek istendiginde %6 olarak belirlenmistir.

Veri setindeki bu dengesizlik, veri seti egitim ve test seti olarak ayrildiktan
sonra da devam ederek siniflandirma algoritmasinin slrekli olarak iflas
etmeyen firmalari tahmin etmesine neden olacagi 06ngoriilebilmektedir.
Algoritmanin iflas etmeyen firmalar ylksek oranda tahmin etmesi, dogruluk
oranini istemsiz olarak yukar gekecek, algoritmanin dogruluk gliciinde yanli

sonuclara neden olabilecektir.

Dengesiz veri setleri, siniflandirma yapilacak hedef degiskeni icerisinde azinlk
durumda (az sayida gdézlem bulunan) sinif ya da siniflarin bulunmasindan
kaynaklanmaktadir. Calisma kapsaminda bu durumun yaratabilecegi olumsuz
durumlarn dnlemek adina veri setinde 6rnekleme yapma yoluna gidilmistir.
Dengesiz veri setinin sonuglari saptirmasini 6nlemek adina veri seti tizerinde
Sentetik Azinlik Asirnt Ornekleme Ydéntemi (Synthetic Minority Oversampling
Technique (SMOTE)) kullaniimistir.

SMOTE ornekleme yontemi, gercek azinlik érnekleri arasindaki 6zellik alani
benzerliklerini temel alan sentetik veri noktalari olusturur. Bu 6rnekleme
yontemi ile k tane en yakin komsular dikkate alinarak her 6rnek icin Euclidean

uzaklik olglitiine dayali uzakhk hesaplanir (Le vd., 2018).

Azinlik sinifi, her azinlik sinifi 6rnegini alarak ve k azinlik sinifina en yakin
komsularin herhangi birini/tamamini birlestirerek cizgi segmentleri boyunca
sentetik ornekler sunarak asiri érneklenir. Gerekli asiri érnekleme miktarina
bagli olarak, k en yakin komsulardan komsular rastgele secilir (Chawla vd.,
2002).
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Sekil 5.2'de verildigi (izere érnekleme adimlari:

e Azinlik sinifina ait her gdézlemin k yakin komsusu belirlenir, azinhk
sinifina ait gézlem ile k yakin komsusu (kKNN) olan g6zlem arasindaki
fark alinir.

e (0,1) arasinda rastgele bir say1 (a) secilir, ve bulunan fark ile bu sayi
carpilir (Hakli, 2018).

Xyeni = X; + (Xj — x;).a (5. 3)
A X
A l Xyeni
i AA O /
A O Xj
i A A A A
A AAA A
4 A A A
A A A D
o A A

Sekil 5. 2. SMOTE Orneklemesi (Hakli, 2018)

Calismada veri setindeki dengesizligi gidermek amaciyla sirasiyla asagidaki

adimlara bagvurulmustur.

Azinlik sinifi olarak nitelendirilen iflas eden firma sinifindaki veri adedi sabit
tutularak, iflas etmeyen firmalar Uzerinde rastgele 6rnekleme yapilmistir.
Ornekleme sonucunda iflas eden firmalarin iflas etmeyen firmalara orani 1/10

olacak sekilde érnekleme gerceklestirilmistir.

1/10 olarak belirlenen sinif oranlarinin ardindan Python 3.7 lizerinde SMOTE

ornekleme ydntemi calistinlmistir. En vyakin 5 komsu g6z o6nlinde
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bulundurularak azinhk sinift  olan iflas eden firmalar sinifi yeniden
orneklenmistir. Ornekleme sonucunda iflas eden firmalarin iflas etmeyen

firmalara orani 1/4 olacak sekilde 6rnekleme gergeklestirilmistir.

Ornekleme ile dengesiz veri setinin neden olabilecedi sorunlarin dniine
gecilmesi hedeflenmistir. Calisma sonucunda veri seti Tablo 5.6'da verilen hali
almistir. Ilgili veri seti %70 egitim seti, %30 test seti olacak sekilde parcalanmis

ve algoritmalar egitilmistir.

Tablo 5. 6. Ornekleme Sonucu Sinif Verileri

Ornekleme Ornekleme SMOTE ('Sil:-dncc)e-:-(llieme
Tahmin | Oncesi Ilgili Oncesi Ilgili Ornekleme Sonrasi lgili
Edilece | Yilda Iflas Yilda Iflas Sonrasi Ilgili Yilda iflasg
k Yil Eden Firma Etmeyen Firma | Yilda Iflas Eden .
Sayisi Sayisi Firma Sayisi SR AL
Sayisi
1.yl 30 3.171 75 300
2.yil 117 6.251 292 1.170
3.yl 107 4.823 267 1.070
4.yl 120 4.695 300 1.200
5.yil 191 3.038 477 1.910

5.2.3. Performans olgiitleri

Siniflandirma problemlerinde, algoritmanin tahmin gicini tespit etmek ve
olasi diger algoritmalarla karsilastirabilmek igin cesitli olclitler mevcuttur.
Denetimli 6grenme metodolojisi altinda yer alan bu problem tiiriinde, egitim
seti ve test seti bilindiginden, algoritmalarin performans 6lgiimlerinin birincil
kaynad bir karmasiklik matrisidir. Tablo 5.7 iki sinifli bir siniflandirma problemi

icin bir karmasiklik matrisini gosterir.
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Tablo 5. 7. Karmagsiklik Matrisi

Tahmini Sinif

Iflas Etti | Iflas Etmedi

Iflas Etti | TP FP
Gerge
Iflas
k Sinif EN ™
Etmedi

Ust soldan saga capraz boyunca sayilar dogru kararlari temsil eder ve bu

diyagonal disindaki sayilar hatalari temsil eder.

TP (True Positive): Gercekte iflas eden ve algoritma test sonucunda da iflas
etmis olarak siniflanan firmalardir.

TN (True Negative): Gergekte iflas etmeyen ve algoritma test sonucunda da
iflas etmemig olarak siniflanan firmalardir.

FP (False Positive): Gergekte iflas etmis ancak algoritma test sonucunda iflas
etmemis olarak siniflanan firmalardir. Tip I hatasi olarak da adlandirilir.

FN (False Negative): Gergekte iflas etmeyen ancak algoritma test sonucunda
iflas etmis olarak siniflanan firmalardir. Tip II hatasi olarak da adlandirilr
Verilen tanimlardan hareketle algoritmalarin performansini etkileyen olcttler

asadida verilmistir.

Keskinlik, ttim pozitif tahminler iginde gercek pozitif durumlarin tahmin edilme

oranini géstermektedir.

TP

Keskinlik = TP T FP

Duyarhhk, tim veri seti icinde pozitif durumlarin tahmin edilme oranini ifade

eder.

TP

Duyarlilik = TP FN
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F1 Puani ise Keskinlik ve Duyarlilik degerlerinin harmonik ortalamasidir (Bulut

ve Osmani, 2017).

Keskinlik x Duyarlilik

Dogruluk, dogru tahmin edilen siniflarin tiim veriye oranidir.

TN +TP
TP+ FP+TN+FN

Dogruluk =

Dogruluk olctitl, tim veri seti icinde dogru tahminlerin oranini
hesaplamaktadir. Bu 6lc¢lt, uzun yillar boyunca algoritmalarin performanslarini
karsilastirmada ana gosterge olmustur. Ancak sadece dogru siniflanan verinin
oranini bilmek, algoritmanin yanhs sinifladigi verilerin oranini géz ardi etmek
algoritmanin maliyetini géz ardi etmek anlamina gelir. Bu nedenle, zaman
icerisinde Alici Calisma Ozellikleri Egrisi (ROC) ad verilen bir performans lgiim
teknigi gelistiriimistir. Tutarliik ve aynstiriciik bakimindan ROC egrisinin
dogruluk oranindan daha iyi bir 6lclit oldugunu kanitlanmistir (Ling vd., 2003).
ROC egrisi siniflama algoritmalarinin davranisini analiz etme ayni zamanda da

gorsellestirme amaciyla kullaniimaktadir.

1 e
D //
B //
0,8 . Prd
S ¢~
— A /
©o06 4 *“ //
© /
£ /
< 4
E 0,4 Vi
N v
c i
20 / E
8 0,2 //
Ve
%
0 T T T T

0 02 04 06 08 1

Yanlis Siniflama Orani

Sekil 5. 3. ROC Egrisi (Fawcett, 2006)
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Sekil 5.3'te gosterildigi Gzere, ROC grafikleri, Y ekseninde dogru siniflama (TP)
oraninin ¢izildigi ve X ekseninde yanlis siniflama (FP) oranin cizildigi iki boyutlu
grafiklerdir. ROC egrisi faydalar (gercek pozitifler) ve maliyetler (yanls
pozitifler) arasindaki géreceli dengeyi betimletir. Gercek pozitifler orani
hesaplanan Duyarlilik oranina esdegerdir. Maliyetler olacak diistinebilecek

yanls pozitifler orani ise 6zglillik degeri ile hesaplanabilir.

TN
TN + FP

Ozgillik =
Siniflandirma islemi sirasinda her bir veri icin bir fayda maliyet cifti Gretilir ve
bu ciftler sekilde verilen grafige entegre edilir. (0; 1) noktasi ROC egrisinde en
iyi siniflandirmayi temsil eder, D noktasi siniflandirma performansinin gok iyi
oldugunu gosterir. C noktasinin izerinde bulundugu dogru ise, bu modelin sinif

ayirma kapasitesi olmadigi anlamina gelir (Olson ve Delen, 2008).

ROC egrisi, siniflandirici performansini hem fayda hem de maliyeti ayni anda
g6z 6nlnde bulundurarak gorsellestirmek amaciyla kullanilan bir grafiktir. ROC
egrisinin siniflandirma performansi skaler bir biyuklige donustirdlmek

istendiginde, grafik (izerinde ROC egrisinin altinda kalan alan (AUC) hesaplanir.

1

0,8 A

Dogru Siniflama Orani

0 02 04 06 08 1
Yanls Siniflama Orani

Sekil 5. 4. Egri Altinda Kalan Alan (Huang & Ling, 2005)
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Sekil 5.4'te gosterildigi lizere, AUC degeri matematiksel hesaplamalar geregi 0
ile 1 arasinda deger alan bir Olglttiir. AUC dederinin 1'e yakin olmasi,
siniflandirma algoritmasinin performansinin yiiksek oldugunu gosterir. Paralel
olarak, koétl bir siniflandirma algoritmasi, 0'a yakin bir AUC degerine sahiptir.
AUC 0,5 ise, algoritmanin sinif ayirma kapasitesi olmadigi, ikili siniflama igin
rastgele tahmin yapmak ile ayni tahmin kabiliyetine sahip oldugu anlamina
gelir (Sarang, 2018).

Denetimli 6grenme algoritmalarinda, veri seti egitim ve test seti olarak ayrilir.
Algoritmalar, verilen egitim seti ile birlikte her girdiye karsilik gelen ciktiyi
ogrenerek, yeni gelecek verinin nasil bir davranis sergileyecegini 6nceden
tahmin etmeye calisir. Bu tip algoritmalarda, yeni gelecek verinin davranigini
dogru tahmin edilip edilemedigi test seti (izerinden analiz edilir. Bu nedenle,
veri seti hacmi kiglik oldugunda, verilerin dagiimi dizgin olmadiginda
algoritma sonuglari tarafli ya da asin 6grenme sonucu olussa bile test veri seti

Uzerinden bu sorunlar saptanamayabilmektedir.

Sekil 5. 5. Capraz Dogrulama Gosterimi (Olson ve Delen, 2008)

Algoritmanin tarafli tahmin, asiri 6grenme sorunlarini minimuma indirmek
adina, test veri setine Capraz Dogrulama (Cross Validation (CV)) yontemi
uygulanir. Sekil 5.5'te verildigi gibi, ilgili veri seti esit boyutlarda k adet rastgele
parcalara, katlamalara (fold) bélintr. Bu parcalarin k-1 adedi algoritmayi
egitmek amaciyla egitim seti olarak, 1 adedi de test seti olarak kullanilir. Her
tekrarda elde edilen dogruluk, algoritmanin final dogrulugunu elde etmek igin

ortalama olarak alinir.
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5.3. Analiz ve Bulgular

Calismanin bu bdélimiinde, siniflandirma algoritmalarinin performanslarina
iliskin sonuglara yer verilmistir. Ham veri seti tizerinde yapilan WOE ve IV deger
hesaplamalarinin ardindan algoritmay! olumlu yénde besleyecek potansiyel
degiskenler, 5 farkli tahmin dénemi icin ayri ayr belirlenmistir. Ardindan, veri
setindeki dengesizlik durumunu gidermek amaciyla ytksek veri sayisina sahip
olan sinif tizerinde rastgele érnekleme yapilarak ilgili sinifin verisi azaltilmistir.
Azinhk durumunda bulunan sinif verileri icin SMOTE 6rnekleme ydntemi
yardimiyla yeniden ornekleme yapilmis, azinlik sinifi, diger sinifa orani Va

olacak sekilde 6rnekleme yontemiyle cogaltilmistir.

Veri seti tim siniflandirma algoritmalari icin %70 egitim seti ve %30 test seti
olacak sekilde pargalanmistir. Algoritmalar egitim seti ile verilerin davranisini
ogrendikten sonra test olarak ayrilan veri seti lizerinden dogru siniflama
metrikleri hesaplanmigtir. Olasi yanli tahmin problemini ortadan kaldirmak
adina test veri setine Capraz Dogrulama yontemi uygulanmistir. k=10
secilerek, 10-katmanl Capraz Dogrulama ile tiiretilen yeni veri seti lizerinden
tim algoritmalarin  performanslar  dlgimlenmistir. Tum  siniflandirma

calismalari Python 3.7 (izerinde yapilmistir.

5.3.1. Naive bayes algoritmasi ile siniflandirma

Bu bdliimde, 6n isleme siireci tamamlanmis, test ve egitim seti olarak ayrilmis
veri setine Naive Bayes algoritmasiyla yapilan siniflandirma sonuglarina yer

verilmigtir.

Naive Bayes algoritmasinin performansi, test seti olarak ayrilan verilerin 10
katlamali Capraz Dogrulama yoéntemi ile farkllastinlmasi yardimiyla yeni
olusturulan veri seti Gizerinde sinanmistir. Performans &lglitl olarak Keskinlik,

Duyarllik, F puani ve Dogruluk degerleri hesaplanmistir.
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Tablo 5. 8. Naive Bayes ile Siniflama Sonuglari

Keskinlik | Duyarhlik | F1 Puani Dogruluk
5 yil iflas
. 0,96 0,28 0,43
Sonraki Etmedi
iflas iflas Etti 0,22 0,95 0,36
Tahmini Ortalama 0,59 0,61 0,4 0,4
4 yil iflas
- 0I9 0[19 0,31
Sonraki Etmedi
iflas Iflas Etti 0,21 0,92 0,33
Tahmini Ortalama 0,56 0,55 0,33 0,33
3yl iflas
_ 0,92 0,29 0,44
Sonraki Etmedi
iflas Iflas Etti 0,25 0,9 0,39
Tahmini Ortalama 0,58 0,59 0,41 0,413
2yl iflas
- 0I83 0[16 0,27
Sonraki Etmedi
iflas Iflas Etti 0,2 0,87 0,33
Tahmini Ortalama 0,52 0,51 0,3 0,299
1yl iflas
- 0I85 0[16 0,27
Sonraki Etmedi
iflas Iflas Etti 0,2 0,88 0,32
Tahmini Ortalama 0,52 0,52 0,29 0,295
Ifias 0,89 0,22 0,34
5 Donem Etmedi ' ’ ’
Ortal .
2lama | iflas Etti 0,22 0,9 0,35
Tahmin
Ortalama 0,55 0,56 0,35 0,346

Tablo 5.8'de Naive Bayes algoritmasi ile 5 farkli doneme ait iflas tahmin
sonuglari verilmistir. Algoritmalarin genel dogruluk oranlari dikkate alindiginda,
0,50 degerinin altinda kaldigindan, algoritma performansinin disik oldugu

sdylenebilir.
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Naive Bayes algoritmasi ile siniflandirmada en diisiik dogruluk degerine sahip
dénem 0,295 dogruluk orani ile 1 yil sonraki iflas tahmini olmustur. Ilgili
donemde gercekte iflas eden musteriler arasindan, siniflama sonucu iflas
edecegi tahmin edilen firmalarin %20’si, iflas etmeyen firmalar arasindan

%85'i dogru tahmin edilmistir.

5 vyil sonraki iflas verileri gbz oninde tutuldugunda, iflas etmedi olarak
siniflandinlan firmalar icinde gergekten iflas etmemis firmalarin orani %96; iflas
etti olarak siniflandirilan firmalar iginde gergekten iflas etmig firmalarin orani
%22 olarak belirlenmistir. Tim siniflandirma seti  disinildiginde iflas
etmeyen firmalarin dogru siniflama orani %28, iflas eden firmalarin dogru
tahmin orani %95 olarak hesaplanmistir. Algoritmanin tiim siniflar bazinda

genel dogruluk orani 0,40'tir.

4 yil sonraki iflas tahmini probleminde, gercekte iflas eden firmalar arasindan,
siniflama sonucu iflas edecedi belirlenen firmalarin %21’i, iflas etmeyen
firmalar arasindan %901 dodru tahmin edilmistir. Tim siniflar gdéz 6niinde

tutuldugunda algoritmanin dogru siniflama orani 0,325 kabul edilir.

3 yil sonraki iflasin tahmin edilmesi probleminde, tim test setinde yer alan
firmalardan, iflas edecegi tahmin edilen firmalarin %90'1 gercekten iflas
etmistir. Siniflandirma islemi sonucu, gercekte iflas eden tim firmalar
arasindan, %?25'i dogru olarak tespit edilmistir. Algoritmanin genel

siniflandirma dogrulugu ise 0,41'dir.

2 yil sonraki iflas tahmini probleminde, gergekte iflas eden firmalar arasindan,
siniflama sonucu iflas edecegi belirlenen firmalarin %87’si, tiim veride gercekte
iflas eden firmalar arasindan %20’si dogru tahmin edilmistir. Algoritmanin

geneli ele alindiginda dogru siniflandirma orani 0,299 kabul edilir.
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Gapraz Dogrulama Sonucu ROC Egrisi

10

0.8

0.6

ROC fold = 1 (AUC = 0.37)
5 ROC fold = 2 (AUC = 0.84)
4 ROC fold = 3 (AUC = 0.34)
ROC fold = 4 (AUC = 0.44)
ROC fold = 5 (AUC = 0.78)
ROC fold = 6 (AUC = 0.59)
ROC fold = 7 (AUC = 0.57)
ROC fold = 8 (AUC = 0.68)
ROC fold = 9 (AUC = 0.71)
ROC fold = 10 (AUC = 0.77)
-=- Rastgele Tahmin
—— Ortalama ROC (AUC = 0.61 = 0.17)
+1 std. sapma

Duyarhhik

04

0.2

00 02 04 06 08 10

Ozgullik
Sekil 5. 6. NB ile 5 yil Sonraki Iflas Tahmini

Sekil 5.6'da 5 yil sonraki iflas tahmini icin hesaplanan ROC egrisi verilmistir.
Dogru siniflandirma ve yanls siniflandirmanin birer eksende yer aldigi ROC
egrisinde 10 katlamal capraz dogrulama isleminin her kati icin egri altindaki
alan hesaplanmistir. 1. katlama durumunda AUC degeri 0,37'dir. En diisiik AUC
degeri katlama = 3 oldugu durum ile 0,34 degeridir. En yiiksek AUC degerine
ise 0,84 ile katlama=2 durumunda ulasiimistir. Veri setinden kaynaklanabilecek
sapma ve yanli tahmin problemini engellemek icin belirlenen 10 katlamanin
ortalamasi alinarak analize dahil edilmistir. Ortalama 0,61 AUC dederi ile
algoritmanin siniflama probleminde rastgele tahminden daha yuksek bir

aynistiriciigi oldugu soylenebilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

ROC fold = 1 (AUC = 0.52)
ROC fold = 2 (AUC = 0.50)
ROC fold = 3 (AUC = 0.58)
ROC fold = 4 (AUC = 0.60)

ROC fold = 5 (AUC = 0.54)

ROC fold = 6 (AUC = 0.46)

ROC fold = 7 (AUC = 0.51)

ROC fold = 8 (AUC = 0.56)

ROC fold = 9 (AUC = 0.57)

ROC fold = 10 (AUC = 0.62)
—=- Rastgele Tahmin
—— Ortalama ROC (AUC = 0.55 % 0.05)
+ 1 std. sapma

Duyarhlik

04

0.2

0.0

0.0 02 04 06 08 10

Ozgulluk

Sekil 5. 7. NB ile 4 yil Sonraki Iflas Tahmini

Sekil 5.7'de 4 yil sonraki iflas tahmini icin hesaplanan ROC egrisi verilmistir. En
disiik AUC degeri katlama=6 oldugu durum ile 0,46 degeridir. En yiksek AUC
degerine ise 0,62 ile katlama=10 durumunda ulasilmistir. Veri setinden
kaynaklanabilecek sapma ve yanli tahmin problemini engellemek igin
belirlenen 10 katlamanin ortalama AUC degeri 0,55 AUC hesaplanmistir,
algoritmanin siniflama probleminde rastgele tahminden kiiglk bir fark ile daha

yuksek bir aynstiriciigi oldugu soylenebilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

ROC fold = 1 (AUC = 0.73)
it ROC fold = 2 (AUC = 0.61)
’ ROC fold = 3 (AUC = 0.62)
’ ROC fold = 4 (AUC = 0.68)
R ROC fold = 5 (AUC = 0.66)
’ ROC fold = 6 (AUC = 0.67)
’ ROC fold = 7 (AUC = 0.64)
ROC fold = 8 (AUC = 0.79)
ROC fold = 9 (AUC = 0.59)
ROC fold = 10 (AUC = 0.69)
—=- Rastgele Tahmin
—— Ortalama ROC (AUC = 0.67 * 0.06)
+ 1 std. sapma

Duyarhlik

04

0.2

0.0 02 04 06 08 10

Ozgulluk

Sekil 5. 8. NB ile 3 yil Sonraki Iflas Tahmini

Sekil 5.8'de 3 yil sonraki iflas tahminin ROC egrisi verilmistir. En dlsiik AUC
degeri katlama=9 oldugu durum ile 0,59 dederidir. En yiiksek AUC degerine
ise 0,79 ile katlama=8 durumunda ulasiimistir. Ortalama 0,67 AUC degeri ile
algoritmanin siniflama probleminde rastgele tahminden yiiksek bir ayristiriciligi
oldugu soylenebilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

ROC fold = 1 (AUC = 0.57)

ROC fold = 2 (AUC = 0.57)

ROC fold = 3 (AUC = 0.56)

ROC fold = 4 (AUC = 0.46)

ROC fold = 5 (AUC = 0.58)
ROC fold = 6 (AUC = 0.56)
ROC fold = 7 (AUC = 0.55)
ROC fold = 8 (AUC = 0.60)
ROC fold = 9 (AUC = 0.48)
ROC fold = 10 (AUC = 0.51)

—=- Rastgele Tahmin

—— Ortalama ROC (AUC = 0.54 + 0.04)

+ 1 std. sapma

Duyarhlik

04

0.2

0.0 02 04 06 08 10

Ozgulluk

Sekil 5. 9. NB ile 2 yil Sonraki Iflas Tahmini

2 yil sonraki iflas tahmini icin ROC edrisi Sekil 5.9'da verilmistir. En diisik AUC
degeri katlama=4 oldugu durum ile 0,46 dederidir. En yiiksek AUC degerine
ise 0,60 ile katlama=8 durumunda ulasiimistir. Ortalama 0,54 AUC dederi ile
algoritmanin siniflama probleminde rastgele tahmine yakin bir ayristiriciligi
oldugu soylenebilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

’ ROC fold = 1 (AUC = 0.78)
/7 ROC fold = 2 (AUC = 0.83)
ROC fold = 3 (AUC = 0.74)
’ ROC fold = 4 (AUC = 0.71)
Py ROC fold = 5 (AUC = 0.75)
’ ROC fold = 6 (AUC = 0.86)
/7 ROC fold = 7 (AUC = 0.85)
02 R ROC fold = 8 (AUC = 0.82)
P ROC fold = 9 (AUC = 0.75)
R4 ROC fold = 10 (AUC = 0.84)
’ —=—- Rastgele Tahmin
—— Ortalama ROC (AUC = 0.79 % 0.05)
+ 1 std. sapma

Duyarhlik

04 e

0.0 02 04 06 08 10

Ozgulluk

Sekil 5. 10. NB ile 1 yil Sonraki Iflas Tahmini

Sekil 5.10'da 2 yil sonraki iflas tahmini icin hesaplanan ROC egrisi verilmistir.
En disiik AUC degeri katlama=4 oldugu durum ile 0,71 degeridir. En yliksek
AUC degerine ise 0,86 ile katlama=6 durumunda ulasiimistir. Ortalama 0,79
AUC degeri ile algoritmanin siniflama probleminde rastgele tahmine kiyasla
yuksek bir aynstiriciigi oldugu soylenebilir.

5.3.2. k en yakin komsuluk algoritmasi ile siniflandirma

K En Yakin Komsu algoritmasinin performansi, test seti olarak ayrilan verilerin
10 katlamali Capraz Dodrulama yontemi ile farklilastirimasi sonucu yeni
olusturulan veri seti Uzerinde sinanmistir. Python Uzerinde kurulan déngu
sonucunda siniflama hatasini en aza indiren k degeri 1 olarak bulunmustur.

Boylece en yakin 1 komsu alinarak algoritma egitilmistir.

80



Tablo 5. 9. k En Yakin Komsuluk ile Siniflama Sonuglari

Keskinlik | Duyarhlik | F1 Puani Dogruluk
5 yil iflas
- 019 018 0,85
Sonraki Etmedi
iflas Iflas Etti | 0,39 0,6 0,47
Tahmini Ortalama | 0,64 0,7 0,66 0,76
4 yil iflas
. 0,88 0,85 0,87
Sonraki Etmedi
iflas Iflas Etti | 0,45 0,52 0,49
Tahmini Ortalama | 0,67 0,69 0,68 0,787
3yl iflas
. 0,89 0,89 0,89
Sonraki Etmedi
iflas Iflas Etti | 0,57 0,57 0,57
Tahmini Ortalama | 0,73 0,73 0,73 0,825
2yl Iflas
. 0,88 0,9 0,89
Sonraki Etmedi
iflas Iflas Etti | 0,55 0,51 0,53
Tahmini Ortalama | 0,71 0,7 0,71 0,819
1yl Iflas
. 0,94 0,91 0,92
Sonraki Etmedi
iflas Iflas Etti | 0,66 0,75 0,7
Tahmini Ortalama | 0,8 0,83 0,81 0,88
Ifias 0,9 0,87 0,88
SDonem | .\ edi ’ ’ ’
Ortal )
alama | sfasEtti | 0,52 0,59 0,55
Tahmin
Ortalama | 0,71 0,73 0,72 0,814

Tablo 5.9" da k En Yakin Komsu algoritmasi ile 5 farkli doneme ait iflas tahmin
sonuglari verilmistir. Algoritmalarin genel dogruluk oranlar dikkate alindiginda
algoritma performansinin gorece yiiksek oldugu sdylenebilir. k En Yakin Komsu
algoritmasi ile siniflandirmada en diisiin dogruluk degerine sahip donem 0,760

dogruluk orani ile 5 yil sonraki iflas tahmini olmustur.
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4 yiIl sonraki iflas tahmini probleminde, gercekte iflas eden firmalar arasindan,
siniflama sonucu iflas edecedi belirlenen firmalarin %45’i, iflas etmeyen
firmalar arasindan %88’i dogru tahmin edilmistir. Algoritmanin geneli ele

alindiginda dogru siniflandirma orani 0,787 kabul edilir.

3 yil sonraki iflas tahmini probleminde tiim test setinde yer alan firmalardan
iflas edecegi tahmin edilen firmalarin %57'si gercekten iflas etmistir.
Siniflandirma islemi sonucu, gercekte iflas eden tim firmalar arasindan, yine
%57'si dogru olarak tespit edilmistir. Algoritmanin genel siniflandirma

dogrulugu ise 0,825 oranindadir.

2 yil sonraki iflas tahmini probleminde, gergekte iflas eden firmalar arasindan,
siniflama sonucu iflas edecegi belirlenen firmalarin %51'i, iflas etmeyen
firmalar arasindan %55'i dogru tahmin edilmistir. Algoritmanin geneli ele

alindiginda dogru siniflandirma orani 0,819 kabul edilir.

1 yil sonraki iflas tahmini probleminde, gercekte iflas eden firmalar arasindan,
siniflama sonucu iflas edecegi belirlenen firmalarin %75’i, iflas etmeyen
firmalar arasindan %66'si dogru tahmin edilmistir. Algoritmanin geneli ele

alindiginda dogru siniflandirma orani 0,88 kabul edilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

’ ROC fold = 1 (AUC = 0.87)
/7 ROC fold = 2 (AUC = 0.87)
04 . ROC fold = 3 (AUC = 0.85)
’ ROC fold = 4 (AUC = 0.76)
g ROC fold = 5 (AUC = 0.98)
’ ROC fold = 6 (AUC = 0.78)
Jig ROC fold = 7 (AUC = 0.85)
02 ’ ROC fold = 8 (AUC = 0.88)
s ROC fold = 9 (AUC = 0.88)
e ROC fold = 10 (AUC = 0.88)
’ —=—- Rastgele Tahmin
, —— Ortalama ROC (AUC = 0.86 + 0.06)
+ 1 std. sapma

Duyarhlik

0.0 02 04 06 08 10

Ozgulluk

Sekil 5. 11. kNN ile 5 yil Sonraki iflas Tahmini

Sekil 5.11'de 5 yil sonraki iflas tahmini igin ROC egrisinde 10 katlamali capraz
dogrulama igleminin her katlama icin egri altindaki alani hesaplanmistir.
Katlama=1 durumunda AUC dederi 0,87'dir. En diisiik AUC degeri katlama=4
oldugu durum ile 0,76 degeridir. En yliksek AUC degerine ise 0,98 ile
katlama=5 durumunda ulasiimistir. Veri setinden kaynaklanabilecek sapma ve
yanl tahmin problemini engellemek igin belirlenen 10 katlamanin ortalamasi
alinarak analize dahil edilmistir. Ortalama 0,86 AUC degeri ile algoritmanin

siniflama probleminde yiiksek bir ayristiricihgi oldugu sdylenebilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

’ ROC fold = 1 (AUC = 0.83)
it ROC fold = 2 (AUC = 0.80)
ROC fold = 3 (AUC = 0.89)
’ ROC fold = 4 (AUC = 0.91)
g ROC fold = 5 (AUC = 0.92)
’ ROC fold = 6 (AUC = 0.89)
Jig ROC fold = 7 (AUC = 0.94)
02 e ROC fold = 8 (AUC = 0.84)
it ROC fold = 9 (AUC = 0.80)
e ROC fold = 10 (AUC = 0.89)
’ —=—- Rastgele Tahmin
/7 —— Ortalama ROC (AUC = 0.87 % 0.05)
+ 1 std. sapma

Duyarhlik

04 e

0.0 02 04 06 08 10

Ozgulluk

Sekil 5. 12. kNN ile 4 yil Sonraki iflas Tahmini

4 yil sonraki iflas tahmini performansi Sekil 5.12'de hesaplanan ROC egrisi ile
verilmistir. En disiik AUC degeri katlama=2 ve 9 oldugu durum ile 0,80
degeridir. En yiksek AUC dedgerine ise 0,94 ile katlama=7 durumunda
ulagiimistir. 10 katlamanin ortalamasi 0,87 AUC dederi ile algoritmanin

siniflama probleminde yiiksek bir ayristiriciigi oldugu sdylenebilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

’ ROC fold = 1 (AUC = 0.80)
/7 ROC fold = 2 (AUC = 0.84)
04 al ROC fold = 3 (AUC = 0.82)
’ ROC fold = 4 (AUC = 0.89)
Py ROC fold = 5 (AUC = 0.83)
’ ROC fold = 6 (AUC = 0.88)
/7 ROC fold = 7 (AUC = 0.88)
02 R4 ROC fold = 8 (AUC = 0.92)
P ROC fold = 9 (AUC = 0.91)
R4 ROC fold = 10 (AUC = 0.86)
’ —=—- Rastgele Tahmin
, —— Ortalama ROC (AUC = 0.86 = 0.04)
+ 1 std. sapma

Duyarhlik

0.0 02 04 06 08 10

Ozgulluk

Sekil 5. 13. kNN ile 3 yil Sonraki iflas Tahmini

Sekil 5.13'te 3 yil sonraki iflas tahmini icin hesaplanan ROC egrisi verilmistir.
En diisiik AUC degeri katlama=1 oldugu durum ile 0,80 degeridir. En yliksek
AUC degerine ise 0,92 ile katlama=8 durumunda ulasiimistir. Ortalama 0,86
AUC degeri ile algoritmanin siniflama probleminde yiiksek bir ayristiricihdi
oldugu soylenebilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

ROC fold = 1 (AUC = 0.87)

Duyarhlik

/7 ROC fold = 2 (AUC = 0.83)

04 . ROC fold = 3 (AUC = 0.95)

’ ROC fold = 4 (AUC = 0.89)

g ROC fold = 5 (AUC = 0.93)

’ ROC fold = 6 (AUC = 0.83)

/7 ROC fold = 7 (AUC = 0.88)

02 R4 ROC fold = 8 (AUC = 0.85)

g ROC fold = 9 (AUC = 0.89)

e ROC fold = 10 (AUC = 0.82)
’ —=—- Rastgele Tahmin
/7 —— Ortalama ROC (AUC = 0.87 % 0.04)
+ 1 std. sapma

0.0 02 04 06 08 10

Ozgulluk

Sekil 5. 14. kNN ile 2 yil Sonraki iflas Tahmini

Sekil 5.14'te 2 yil sonraki iflas tahmini icin hesaplanan ROC egrisi verilmistir.
En disiik AUC degeri katlama =10 oldugu durum ile 0,82 degeridir. En yliksek
AUC degerine ise 0,95 ile katlama=3 durumunda ulasilmistir. Sapma ve yanli
tahmin problemini engellemek igin belirlenen 10 katlamanin ortalamasi
alinarak, ortalama 0,87 AUC dederi ile algoritmanin siniflama probleminde

yuksek bir aynstiriciigi oldugu soylenebilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

’ ROC fold = 1 (AUC = 0.90)

/7 ROC fold = 2 (AUC = 0.89)

04 . ROC fold = 3 (AUC = 0.84)

’ ROC fold = 4 (AUC = 0.88)

Py ROC fold = 5 (AUC = 0.87)

’ ROC fold = 6 (AUC = 0.89)

Jig ROC fold = 7 (AUC = 0.87)

02 L, ROC fold = 8 (AUC = 0.83)

Re ROC fold = 9 (AUC = 0.90)

R4 ROC fold = 10 (AUC = 0.86)
’ —=—- Rastgele Tahmin
e —— Ortalama ROC (AUC = 0.87 £+ 0.02)
+ 1 std. sapma

Duyarhlik

0.0 02 04 06 08 10

Ozgulluk

Sekil 5. 15. kNN ile 1 yil Sonraki iflas Tahmini

Sekil 5.15'te 1 yil sonraki iflas tahmini icin hesaplanan ROC egrisi verilmistir.
En diisiik AUC degeri katlama=8 oldugu durum ile 0,83 degeridir. En yliksek
AUC degerine ise 0,90 ile katlama=1 ve 9 durumunda ulasiimistir. Ortalama
0,87 AUC degeri ile algoritmanin siniflama probleminde yiiksek bir ayristiriciligi
oldugu soylenebilir.

5.3.3. Destek vektor makinesi algoritmasi ile siniflandirma

Destek Vektor Makineleri algoritmasinin performansi, test seti olarak ayrilan
verilerin 10 katlamali Capraz Dogrulama yontemi ile farklilastiriimasi sonucu
yeni olusturulan veri seti Uzerinde sinanmistir. Veri setindeki noktalari cok
boyutlu uzaya haritalamak amaciyla Radyal Tabanli Kernel fonksiyonu
kullanilmigtir. Kernel fonksiyonunun optimal parametrelerini bulmak amaciyla
bir dizi C ve gamma parametresi dongl olusturacak sekilde kullanilarak Python
lzerinde kodlanmistir. En yiiksek dogrulugu saglayan C ve gamma parametresi

optimum olarak belirlenmistir.
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Performans 0lcliti olarak Keskinlik, Duyarlilik, F puani ve Dogruluk degerleri

hesaplanmistir.

Tablo 5. 10. Destek Vektor Makinesi ile Siniflama Sonuglari

. F1 o
Keskinlik | Duyarhhk Puan Dogruluk

iflas

5 yil Etmedi c=1, 0,93 1 0,96

Sonraki ) gamma =

Iflas N Iflas Etti 0.0001 1 0,65 0,79

Tahmini
Ortalama 0,64 0,7 0,66 0,884
iflas

4yl Etmedi c=1, 0,88 1 0,94

Sonraki _

Iflas Iflas Etti gaimma 11 0,44 0,61

Tahmini
Ortalama 0,94 0,72 0,77 0,864
iflas

3yl Etmedi c=1, 0,87 1 0,93

Sonraki ) gamma =

Iflas N Iflas Etti 0.001 1 0,41 0,59

Tahmini
Ortalama 0,93 0,71 0,76 0,88
iflas

2 yil Etmedi c=1, 0,86 1 0,92

Sonraki

Iflas iflas Etti | gamma=1 |1 0,31 0,48

Tahmini
Ortalama 0,93 0,66 0,7 0,893
iflas

1 yil Etmedi c=1, 0,88 1 0,93

Sonraki ) _

iflas iflas Etti gas“‘“‘a 11 0,39 0,56

Tahmini !
Ortalama 0,94 0,69 0,75 0,937
iflas

Ortalama | ;0. ¢ Ftti 1 0,44 0,61

Tahmin
Ortalama 0,88 0,7 0,73 0,891

Tablo 5.10°da Destek Vektor Makinesi algoritmasi ile 5 farkli déneme ait iflas
tahmin sonuglarn verilmistir. Algoritmalarin genel dogruluk oranlar dikkate

alindiginda algoritma performansinin yiiksek oldugu soOylenebilir. Destek
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Vektor Makineleri algoritmasi ile siniflandirmada en diisiik dogruluk degerine

sahip donem 0,864 dogruluk orani ile 4 yil sonraki iflas tahmini olmustur.

5 yil sonraki iflas tahmini probleminde, gercekte iflas eden firmalar arasindan,
siniflama sonucu iflas edecedi belirlenen firmalarin tamamini, iflas etmeyen
firmalar arasindan %88'i dogru tahmin edilmistir. Algoritmanin geneli ele

alindiginda dogru siniflandirma orani 0,893 kabul edilir.

3 yil sonraki iflas tahmini probleminde tiim test setinde yer alan firmalardan
iflas edecegi tahmin edilen firmalarin %1000 gercekten iflas etmistir.
Siniflandirma islemi sonucu, gercekte iflas eden tim firmalar arasindan %41’i
dogru olarak tespit edilmistir. Algoritmanin genel siniflandirma dogrulugu ise

0,88 oranindadir.

2 yil sonraki iflas tahmini probleminde, gergekte iflas eden firmalar arasindan,
siniflama sonucu iflas edecedi belirlenen firmalarin %31’i, iflas etmeyen
firmalarin %100°U dogru tahmin edilmistir. Algoritmanin geneli ele alindiginda

dogru siniflandirma orani 0,864 kabul edilir.

1 yiIl sonraki iflas tahmini probleminde, gergekte iflas eden firmalardan,
siniflama sonucu iflas edecegi tahmin edilenlerin %39y, iflas etmeyen firmalar
arasindan %1004 dogru tahmin edilmistir. Algoritmanin genel dogru

siniflandirma orani 0,884 kabul edilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

’ ROC fold = 1 (AUC = 0.79)
/7 ROC fold = 2 (AUC = 0.95)
04 . ROC fold = 3 (AUC = 1.00)
’ ROC fold = 4 (AUC = 0.78)
Py ROC fold = 5 (AUC = 0.97)
’ ROC fold = 6 (AUC = 0.75)
/7 ROC fold = 7 (AUC = 0.90)
02 ’ ROC fold = 8 (AUC = 0.85)
g ROC fold = 9 (AUC = 0.84)
R4 ROC fold = 10 (AUC = 1.00)
’ —=—- Rastgele Tahmin
P —— Ortalama ROC (AUC = 0.88 % 0.09)
, + 1 std. sapma

Duyarhlik

0.0

0.0 02 04 06 08 10

Ozgulluk

Sekil 5. 16. DVM ile 5 yil Sonraki iflas Tahmini

Seki 5.16'da 5 yil sonraki iflas tahmini icin ROC egrisinde 10-katlamali capraz
dogrulama isleminin her katmani igin edri altindaki alan hesaplanmistir.
Katman=1 durumunda AUC dedgeri 0,79'dur. En disiik AUC degeri katman=6
oldugu durum ile 0,75 degeridir. En yliksek AUC degerine ise 1,00 ile
katman=3 ve 10 durumunda ulasilmistir. 10 katmanin ortalamasi alinarak,
ortalama 0,88 AUC degeri ile algoritmanin siniflama probleminde ytliksek bir
ayristiriciligi oldugu soylenebilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

’ ROC fold = 1 (AUC = 0.95)
/7 ROC fold = 2 (AUC = 0.93)
04 al ROC fold = 3 (AUC = 0.86)
’ ROC fold = 4 (AUC = 0.84)
Py ROC fold = 5 (AUC = 0.91)
’ ROC fold = 6 (AUC = 0.74)
/7 ROC fold = 7 (AUC = 0.93)
02 R4 ROC fold = 8 (AUC = 0.81)
P ROC fold = 9 (AUC = 0.93)
R4 ROC fold = 10 (AUC = 0.80)
’ —=—- Rastgele Tahmin
P —— Ortalama ROC (AUC = 0.87 = 0.07)
, + 1 std. sapma

Duyarhlik

001¥
0.0 0.2 04 0.6 08 10

Ozgulluk

Sekil 5. 17. DVM ile 4 yil Sonraki iflas Tahmini

4 yil sonraki iflas tahmini igin Sekil 5.17°de verilen ROC egrisi hesaplanmistir.
En distk AUC degeri katlama=10 oldugu durum ile 0,80 degeridir. En yliksek
AUC degerine ise 0,95 ile katlama=1 durumunda ulasiimistir. Ortalama 0,87
AUC degeri ile algoritmanin siniflama probleminde yiiksek bir ayristiricihdi
oldugu soylenebilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

’ ROC fold = 1 (AUC = 0.87)
it ROC fold = 2 (AUC = 0.93)
ROC fold = 3 (AUC = 0.78)
’ ROC fold = 4 (AUC = 0.84)
g ROC fold = 5 (AUC = 1.00)
’ ROC fold = 6 (AUC = 0.93)
/7 ROC fold = 7 (AUC = 0.95)
02 R ROC fold = 8 (AUC = 0.95)
it ROC fold = 9 (AUC = 0.82)
e ROC fold = 10 (AUC = 0.93)
’ —=—- Rastgele Tahmin
P —— Ortalama ROC (AUC = 0.90 % 0.07)
, + 1 std. sapma

Duyarhlik

04 g

0.0

0.0 02 04 06 08 10

Ozgulluk

Sekil 5. 18. DVM ile 3 yil Sonraki iflas Tahmini

Sekil 5.18'de 3 yil sonraki iflas tahmini ROC egrisine gore, en disiik AUC degeri
katlama=9 oldugu durum ile 0,82 degeridir. En yiiksek AUC degerine ise 0,95
ile katlama=7,8 durumunda ulasilmistir. 10 katlamanin ortalamasi 0,90 AUC
degeri ile algoritmanin siniflama probleminde yiiksek bir ayristiricihgr oldugu
sdylenebilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

’ ROC fold = 1 (AUC = 0.89)
/7 ROC fold = 2 (AUC = 0.90)
04 al ROC fold = 3 (AUC = 0.81)
’ ROC fold = 4 (AUC = 0.81)
Py ROC fold = 5 (AUC = 0.88)
’ ROC fold = 6 (AUC = 0.83)
/7 ROC fold = 7 (AUC = 0.86)
02 R4 ROC fold = 8 (AUC = 0.93)
P ROC fold = 9 (AUC = 0.88)
/7 ROC fold = 10 (AUC = 0.88)
’ —=—- Rastgele Tahmin
, —— Ortalama ROC (AUC = 0.86 = 0.04)
, + 1 std. sapma

Duyarhlik

001¥
0.0 0.2 04 0.6 08 10

Ozgulluk

Sekil 5. 19. DVM ile 2 yil Sonraki iflas Tahmini

Sekil 5.19'da 2 yil sonraki iflas tahmini icin ROC egrisi verilmistir. En diisiik AUC
degeri katlama=3 oldugu durum ile 0,81 dederidir. En yiiksek AUC degerine
ise 0,93 ile katlama=8 durumunda ulasiimistir. 0,86 ortalama AUC degeri ile

algoritmanin siniflama probleminde yliksek bir ayristiriciigi oldugu séylenebilir.
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Capraz Dogrulama Sonucu ROC Egrisi

10

08

06

’ ROC fold = 1 (AUC = 0.92)
/7 ROC fold = 2 (AUC = 0.91)
04 . ROC fold = 3 (AUC = 0.85)
’ ROC fold = 4 (AUC = 0.85)
g ROC fold = 5 (AUC = 0.82)
’ ROC fold = 6 (AUC = 0.93)
/7 ROC fold = 7 (AUC = 0.88)
02 L, ROC fold = 8 (AUC = 0.81)
R4 ROC fold = 9 (AUC = 0.93)
’ ROC fold = 10 (AUC = 0.83)
’ —=—- Rastgele Tahmin
/7 —— Ortalama ROC (AUC = 0.87 % 0.04)
g + 1 std. sapma

Duyarhlik

001¥
0.0 02 04 0.6 08 10

Ozgulluk

Sekil 5. 20. DVM ile 1 yil Sonraki iflas Tahmini

Sekil 5.20'de 1 yil sonraki iflas tahmini icin hesaplanan ROC egrisi verilmistir.
En diisiik AUC degeri katlama=8 oldugu durum ile 0,81 degeridir. En yliksek
AUC degerine ise 0,93 ile katlama=6,9 durumunda ulasiimistir. Capraz
dogrulama katlamalarinin ortalama 0,87 AUC degeri almasi ile algoritmanin

siniflama probleminde yiiksek bir ayristiriciigi oldugu sdylenebilir.

5.3.4. Siniflama algoritmalarinin karsilastirilmasi

Iflas tahmininde kullanilan Naive Bayes, k Yakin Komsu, Destek vektdr
Makinesi algoritmalari arasinda hangi algoritmanin en iyi tahminlemeyi
yaptigini tespit etmek amaclyla hesaplanan performans metriklerini

karsilastirma yoluna gidilmistir.

Veri setindeki sinif verilerinin  oranlar  algoritmalarin  performansini

etkilemektedir. Bu nedenle, algoritmalarin performans sonuclari, éncelikle iflas
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tahmini yapilan yillara gére ayn ayr karsilastirlmistir daha sonra 5 dénemin

ortalamasi Uzerinden ayrica karsilagtirma yapilmistir.

Keskinlik Duyahihk F1 Puam Dogruluk

0,50
0,80
0,70
0,

8

0,50
0,40
0,

8

0,

[
o

0,10

0,00

ENaive Bayes mkEnYaon Komgu  mDestek Vektor Makinesi

Sekil 5. 21. 5 Yil Sonraki Iflas Tahmini Performans Olciitleri Karsilagtirmasi

Sekil 5.21'de 5 yil sonraki iflas tahminine ait performans karsilagtirmasi
verilmistir. Keskinlik ve Duyarllik dederlerinde kNN ve DVM algoritmalari esit
sonug vermesine karsin en yiksek dogruluk degerine sahip algoritma DVM

olmustur.

0,50
0,80

0,70
0,60
0,50
0,

0,

0,20
0,10
0,00

Keskinlik Duyalihk F1 Puam Dogruluk

8 &

mNaive Bayes mkEnYaon Komgu  mDestek Vektor Makinesi

Sekil 5. 22. 4 Y1l Sonraki iflas Tahmini Performans Olgiitleri Karsilastirmasi

4 yil sonraki iflas tahminine ait performans karsilastirmasi Sekil 5.22'de
verilmistir. 4 yil sonraki iflas tahmini verileriyle egitilen algoritmada tiim olgltler
icin DVM algoritmasi en ylksek degere sahip olmustur. En disiik performansli

algoritma ise kNN'dir.
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1,00
0,50
0,80

0,70
0,60
0,50
0,

0,30
0,20
0,10
0,00

Keskinlik Duyalihk F1 Puam Dog ruluk

&

mNaive Bayes ®kEnYaon Komgu  mDestek Vektor Makinesi

Sekil 5. 23. 3 YIl Sonraki iflas Tahmini Performans Olgiitleri Karsilastirmasi

3 yil sonraki iflas tahminine ait performans karsilastirmasi Sekil 5.23'te
verilmigtir. Duyarllk dlgttiinde kNN 0,02 oranlik fark ile DVM algoritmasindan
ustlin gelmistir. Dogruluk degerleri karsilastirildiginda ise DVM algoritmasi en
ylksek degere sahip olmustur. En dislik performansh algoritma ise yine
KNN'dir.

1,00
0,50
0,80

0,70
0,60
0,50
0,

0,

0,20
0,10
0,00

Keskinlik Duyalihk F1 Puam Dogruluk

8 &

mNaive Bayes mkEnYaon Komgu  mDestek Vektor Makinesi

Sekil 5. 24. 2 YIl Sonraki iflas Tahmini Performans Olgiitleri Karsilastirmasi

Sekil 5.24'te 2 yil sonraki iflas tahminine ait performans karsilagtirmasi
verilmistir. Duyarhlik 6lgitli ve F1 puani 6zelinde kNN algoritmasi 0,04 ve

0,01oranlik fark ile DVM algoritmasindan Ustin gelmistir. 2 yil sonraki iflas
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tahmini verileriyle egitilen algoritmada tiim olgltler igin en yliksek performansli

DVM, en disuk performansh algoritma ise KNN olmustur.

1,00
0,50

0,80
0,70
0,
0,5
0,

0,

0,
0,10
0,00

Keskinlik Duyalihk F1 Puam Dogruluk

B8 & 88

mNaive Bayes ®kEnYaon Komgu  mDestek Vektor Makinesi

Sekil 5. 25. 1 Yil Sonraki iflas Tahmini Performans Olgiitleri Karsilagtirmasi

1 yil sonraki iflas tahminine ait performans incelendiginde, Duyarllik 6lgltl ve
F1 puani o6zelinde kNN algoritmasi 0,14 ve 0,06 oranlk fark ile DVM
algoritmasindan Ustiin gelmistir. Ilgili dénem icin dogruluk degerleri ise kNN
ve DVM igin hemen hemen ayni oranda olup, kNN algoritmasi bu dénem igin

de disuk performans sergilemistir.

1 vil Sonraki iflas Tahmini .
2 Yil Sonraki iflas Tahmini | —
3 vil Sonraki iflas Tahmini | ——
4 Yil Sonraki iflas Tahmini | ———
S Yil Sonraki iflas Tahmini | ———
0 0,2 04 0,6 0,8 1

m Destek Vektor Makinesi mk EnYakin Komsu  mNaive Bayes

Sekil 5. 26. Tim Dénemlerin AUC Deder Karsilastirmasi
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AUC degeri karsilastirmalarina Sekil 5.26'da yer verilmistir. Dénemlere goére
AUC degerleri karsilastinldiginda, yalnizca 2 yil sonraki iflas tahmin edilmek
istendiginde k En Yakin Komsu algoritmasinin en yiiksek performansa sahip
oldugu soylenebilir. Diger durumlarda en yiiksek performansa sahip algoritma

Destek Vektor Makinesi olmustur.

0,876

Destek Vektor Makines

0,8916

868

(=] |

kEnYakin Kamgu

0,8142

0,632

Naive Bayes

03 04 05 0,6 0,7 08 09

o
o
=
o
o

mAUC mDogruluk

Sekil 5. 27. Ortalama AUC ve Dogruluk Karsilastirmasi

5 donemin ortalama dogruluk ve AUC dederleri Sekil 5.27'de verilmistir.
Ortalama dogruluk ve AUC dederleri goz 6niinde bulunduruldugunda da, g
algoritma arasindan en diisiik performansa sahip algoritma 0,34 dogruluk ve

0,63 AUC degeri ile Naive Bayes algoritmasi olmustur.

K En Yakin Komsu algoritmasi performans karsilastirmasinda ikinci sirada
gelmektedir. kNN algoritmasi, 0,81 dogruluk orani ve 0,86 AUC degeriyle
yuksek performans gostermis olmasina karsi Destek Vektér makinelerinden
gorece dlsik performans gostermistir. Destek Vektor Makineleri ise 0,89
dogruluk ve 0,87 AUC degeriyle belirlenen (g algoritma arasindan en yiiksek

performansa sahip model segilmistir.
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6. SONUC ve ONERILER

Makine Odrenmesi, istatistik ve bilgisayar bilimlerinin ortak amaclarindan
dogmus bir disiplindir. Glinimiizde, verilerin saklanabilmesi, islenebilmesi icin
basvurulan yontemlerin gogalmasi ile birlikte bu verileri anlamli sonuglara
donlstiirme istegi artmis ve bu amacla, bircok alanda, makine 6grenmesine
gosterilen ilgi artmistir. Makine 6grenmesi ¢oztimlerini kullanan alanlardan biri
de iflas tahmini olarak karsimiza gikmaktadir. Makine 6grenmesi disiplini
firmanin iflas edip etmeyecegini ikili bir siniflandirma problemine uyarlayarak

bu konuyu tahminleme yapmaya agik hale getirmektedir.

Is diinyasinda yaygin bir olgu olan iflas, sirketlerin finansal agidan islevini
yerine getirememesi; sirketin borclarini belirlenen sire icinde alacakhlara
odeyememesi ile ortaya cikan bir sirectir. Bu durumda sirkete saglanan nakit
ile sirketin altinda bulundugu bor¢ miktar dengeli degildir; firmanin elde ettigi

kar, operasyonu devam ettirecek yeterlige ulasamamaktadir.

Iflas, sonucu adir kayiplara neden olabilen bir durumdur ancak, iflas zamana
yaygin olarak gelisir, firmalar, hukuk disi bir durum gerceklesmiyorsa bir
gecede iflas etmemektedir. Sirece yaygin oldugundan, firmanin gidisat
detayli olarak incelendiginde iflasin sinyallerini 6nceden fark etmek mimkiin
olabilmekte ve adir kayiplarin 6niine gegilebilmektedir. Firmalarin maddi
konumlarini diizenli olarak kontrol ederek iflas olasiigini tespit etmeleri,
ilerleyen dénemlerde olasi bir riski énceden gdrmeleri ve tedbir almalarina
yardimci olur. Bununla birlikte, iflas riskini 6nceden belirlemek sadece iflasin
onlemek icin dedil, ayni zamanda firmalarin durumunu iyilestirmek amaciyla
stratejik ¢o6ziimler bulmak icin de bir kaynak olabilecegdi dislnilmelidir. Bu
amacla literatlirde bircok tahmin yoéntemi kullanilmig, farkh alanlardaki

¢ozumler iflas tahmini problemlerine de uygulanmistir.

Firmalan iflasa go6tiren temel eylem borclarini 6deyememe durumu

oldugundan, iflasin temel nedeni kaynak sikintisi olarak distnilebilir. Buradan
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hareketle, iflas tahmini problemi genellikle firmanin finansal kalemlerinin
degerlendirmesi temelli calismalar olusturmaktadir.  1930lar glinimiize
uzanan iflas tahmini caligmalarinda, baslangicta, teorik yontemler olarak
adlandinlan finansal oranlarin birbirleri ile karsilastirmasina dayanan oran
analizlerine yer verilmektedir. Yillar icerisinde literatire yeni tahmin
yontemlerinin eklenmesi ile, 1967'de Beaver ve 1968'de Altman istatistiki
tahmin yontemlerine basvurulmustur. Bu calismalar ile birlikte tek degiskenli
analiz ve coklu diskriminant analizi iflas tahmininde poptler hale gelmistir.
1980’lerde ise lojit ve probit modeller ile saglanan iflas tahmin calismalarina
rastlanmaktadir. Ancak, istatistiksel yontemlerin gesitli  varsayimlari
bulundugundan ve bu varsayimlari saglamak cogunlukla zor oldugundan
modellerde acgik noktalar kalmistir. 1990'dan sonra ise yapay sinir saglari
metodolojisinin iflas tahminine uygulanmasiyla birlikte bu ¢alisma alaninda
makine 6grenmesi teknikleri kullanilmaya baslanmistir. Zaman igerisinde birgok
makine ©6grenmesi algoritmasi iflas tahmin problemine uyarlanmis ve
uyarlanmaya devam etmektedir. Son zamanlarda ise farkh veri setleri ile
algoritmalar karsilastirma yoluna gidilmis ve en iyi tahmini yapan algoritmalar
segilmigtir.

Bu calismada iflas tahmini motivasyonuyla, makine 6grenmesi siniflanma
problemlerinde kullanilan denetimli 6grenme algoritmalarindan olasilik tabanl
Naive Bayes, tembel 6grenici K En Yakin Komsu ve klasik istatistigin
kuramlarinin disinda, yapisal risk minimizasyonu temeliyle hareket eden Destek

Vektdr Makineleri kullanilmigtir.

EMIS veri tabanindan toplanan verilerin kullanildigi calismada 5 farkli dénemin
iflas tahmini icin 64 adet degisken elde edilmistir. Calisma 6ncesinde, her bir
donem icin WOE ve 1V degerleri analiz edilerek, 64 degisken arasindan modele
katki saglayacagi 6ngoriilen degiskenler secilmistir. Analiz sonucunda, 5 yil
sonra iflas eden firmalarin tahmini igin 56 degisken; 4 yil sonra iflas eden

firmalarin tahmini icin 53 degisken; 3 yil sonra iflas eden firmalarin tahmini igin
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55 degisken; 2 yil sonra iflas eden firmalarin tahmini icin 56 degisken ve 1 yil

sonra iflas eden firmalarin tahmini icin 38 degisken secilmistir.

Algoritmalarin egitim sirasinda kullanilacak veri, tiim veri setinin %70 olarak
belirlenmistir. Geriye kalan %30luk veri seti ise test seti olarak ayrnimistir.
Algoritmalarin performanslar karsilastirilirken bu test setinden yararlaniimistir.
Test setine capraz dogrulama yontemi uygulanilarak test veri seti 10 katlama
ile farkhlastinimistir. Performans élclti olarak Duyarlilk, Keskinlik, F1 puan ve
Dogruluk degerleri, bunlarin yaninda duyarliik ve 6zglillik degerlerinin bir
grafige islenmesinden ortaya ¢ikan ROC egrisi ve bu egrinin altinda kalan AUC
degeri hesaplanmistir. Modellerin karilastirmasinda temel gosterge olarak AUC
degeri ve dogruluk dederi dikkate alinmistir. Belirlenen (g algoritmaya iliskin

hesaplanan performans dlcltlerine tabloda yer verilmistir.

Destek Vektdr Makinesi

k EnYakon Kamgu

Naive Bayes

(=]

0.2 04 06 038 1 1.2 14 16 18 2

mDogrduk mAUC

Sekil 6. 1. AUC ve Dogruluk Sonug Karsilastirmasi

Tabloda paylasildigi tizere kNN ve DVM algoritmalari igin her siniflama problemi
0zelinde optimum parametreler belirlenmistir. Sonuglar karsilastiriidiginda, tim
algoritmalarin iflas tahmini konusunda gozle goriilebilir bir tahmin yetenegi
oldugu sdylenebilir. Karsilastirilan Gc¢ algoritma arasindan en distik tahmin

yetenegine sahip algoritma 0,632 AUC degeri ile Naive Bayes olmustur. kNN
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algoritmasi ise 0,868 AUC degeri ile oldukgca yiiksek tahmin oraniyla siralamada
Naive Bayes algoritmasini takip etmektedir. Ancak DVM algoritmasi, ortalama
0,876 AUC degeri ile kNNe gorece Ustlinliik saglayarak en iyi tahminlemeyi
yapan algoritma olmustur. Boylece, firmalarin iflas edip etmeyecegine dair
ongoriide bulunulmak istendiginde, Destek Vektdr Makine algoritmasi tercih

edilerek yapilacak tahminlerde, gicli bir tahmin modeli ortaya ¢ikmis olacaktir.

0,867 tahmin orani ile DVM algoritmasi oldukca yiliksek bir oran ile iflas tahmini
probleminde basarili olmustur. Ancak iflas, sonucu buyiik kayiplara neden olan
bir sorun oldugundan her zaman gelistirmeye ihtiyag duyulan bir problem
olarak disunulmelidir. Bu nedenle iflas tahmini Uzerine gelecekte yapilacak

calismalar igin oneriler asagida sunulmustur.

Modelin gelistirmesine yonelik éneriler arasinda ilk olarak modeli olusturan
metriklerde degisiklik yapmak duslinilebilir. Calismada kNN algoritmasi
Euclidean uzaklik élciitii kullanilarak olusturulmustur. iflas, kNN algoritmasi
Ozelinde farkh uzaklik o&lgltleri ile tahmin edilebilir. Farklh calismalar
incelendiginde Chebyshev, Manhattan, Minkowski gibi farkli uzaklik hesaplama

Olgutleri kullanilarak farkli k degerleri hesaplandigi saptanmistir.

Destek Vektér Makineleri algoritmasi 6zelinde, veriler 6zellikle uzayina
haritalanirken kullanilabilecek cesitli kernel fonksiyonlari mevcuttur. Calismada
Radyal Tabanh fonksiyonlara her verilmistir. Ancak Sigmoid, Polinomial
fonksiyonlar kullanilarak algoritmalar tekrar olusturulabilir. Farkh kernel

fonksiyonlarinin algoritma lzerindeki etkisi élglimlenebilir.

Veri setindeki gdzlem sayisi da modelin tahmin sonuglarinda oldukga etkili
olmaktadir. Ozellikle firma iflas gibi istenmeyen, yasanmamasi icin cabalanan
durumlarda bu durumun yasandigi ornekler bulmakta zorlaniimaktadir, iflas
eden firma azinlk sinifi konumuna disebilmektedir. Calismada bu durum igin

belli oranda SMOTE asiri érnekleme teknigi kullaniimistir. Ileriki calismalarda
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farkli oranlarda SMOTE teknigi ya da farkl asirn 6rnekleme teknikleri

kullanilabilir.

Veri seti olusturulmasina yonelik oneriler arasinda ise ilk olarak iflas tanimi
gelmektedir. Literatlirde iflas tanimina iligkin oldukca genis capli terimler,
durumlar mevcuttur. iflas tanminin genis olusu, arastirmalarda veri seti
olusturulurken birtakim sapmalarin meydana gelmesine neden olabilmektedir.
Bu nedenle, iflas tanimi daraltilarak, bazi kriterlere indirgenerek incelenebilir.
Ornek olarak, her ilkenin hukuk yapisinin, iflas taniminin farkl olabilecegi
ongorilduginde iflas taniminin Glke bazinda incelenmesi, tahminlerin tek bir
Ulke verisi Uzerinden yapildiginda daha yilksek oranlarda tahminleme

yapilabilecegi distindlmektedir.

Modeller kurulurken genellikle firmalarin bilancolarindan elde edilen finansal
degiskenler kullanilmaktadir. Bu baglamda bilanco rakamlarinin dogrulugu
modelde sapmalara neden olmamak amaciyla biiyiik 6nem tasimaktadir. Iflas
tahmininde veri seti olusturulurken denetlenmis bilancolara sahip firmalarin

finansal kalemlerinin toplanmasina dikkat edilmelidir.

Iflasin nedenleri arasinda firmalarin ekonomik durumundan sonra ydnetimle
ilgili sikintilar gelmektedir. Modellerde firma yonetimine iliskin degiskenler
bulundurmak modelin daha genis bir perspektiften dederlendirme yapmasina
yardimci olabilir. Firma ortaklari sayisi, ortaklarin firmadaki hisse biyukligu,
ortaklarin yasi, firma lst yonetimi ile kan badi gibi nitelikler degisken olarak

modellere eklenebilir.

Cevresel faktorler de firmalarin iflas etmesine neden olan édnemli noktalardan
biri olarak kabul ediimektedir. Ozellikle {ilke bazinda iflas tahmin calismasi
yapilmak istendiginde, modele gayri safi yurtici bilyliime, enflasyon, kredi risk
primi gibi makro ekonomik degiskenlerin eklenmesinin faydali olacad
ongorilmektedir. Cevresel faktorler iginde sektor riski de gdz ardi

edilmemelidir. Farkll sektorlerden firmalarin bulundugu veri setleri ile model
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olusturulmak istendiginde firmanin icinde bulundugu sektoriin riskini aktaran
degiskenlere yer vermek modelin iflas ©6ngorisind ylkseltecegi tahmin

edilmektedir.
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EKLER
Ek.1 WOE ve IV Hesaplama Kodlari

def calculate_woe_iv(dataset, feature, target):
st = []

for i in range(dataset(feature).nunique()):

val = list{dataset([feature).unique())[i]

1st.append{{
*Value': val,
*All': dataset(dataset[feature] == vall.count()([feature],
‘Good': dataset[{dataset[feature] == val) & (dataset(target] 8)]).count() [feature],

‘Bad': dataset((dataset[feature] == val) & (dataset[target] == 1)].count() [feature]

H

dset = pd.DataFrame{lst)

dset['Distr_Good'] = dset['Good') / dset['Good'].sum()
dset['Distr_Bad'] = dset('Bad'] / dset['Bad'].sum()

dset['WoE'] = np.log(dset('Distr_Good"'] / dset('Distr_Bad'])

dset = dset.replace{{'WoE': {np.inf: @, -np.inf: 8}})

dset['IV*] = (dset['Distr_Good'] - dset['Distr_Bad']) * dset['WoE']
iv = dset['IV'].sun()

dset = dset.sort_values(by='WoE')
return dset, iv

for col in dataset.columns:

if col == 'class': continue

else:
print('WoE and IV for column: {}'.format(col))
df, iv = calculate_woe_iv(dataset, col, ‘class')
print(df)
print('IV score: {:.2f}'.format(iv))
print(‘\n*)

Ek.2 SMOTE Ornekleme ve Test Train Ayrimi Kodlari

import pandas as pd

import numpy as np

import imblearn

from sklearn.model_selection import train_test_split
from collections import Counter

from sklearn.datasets import make_classification

from imblearn.over_sampling import RandomOverSampler
from imblearn.under_sampling import RandomUnderSampler
from imblearn.under_sampling import RandomUnderSampler
from sklearn.datasets import make_classification

from imblearn.over_sampling import SMOTE

df = pd.read_excel('lyearafterIV.xlsx')

df = df.dropna()

data = df.values

X = data[:,@:56)

y = data[:,56)

print(Counter(y))

undersample = RandomUnderSampler(sampling_strategy=@.1, random_state= 42)
# fit and apply the transform

X_over, y_over = undersample.fit_resample(X, y)

X= X_over

y=y_over

print(Counter(y))

# transform the dataset

sm = SMOTE(ratio = 'minority', random_state=42)

X_sm, y_sm = sm.fit_sample(X,y)

print('smote resample dataset shape %s' %Counter(y_sm))
#X_sm, y_sm = oversample.fit_resample(X, y)

over = RandomQverSampler(sampling_strategy=0.25)

X_sm, y_sm = over.fit_resample(X, y)

print('resample dataset shape %s' %Counter(y_sm))

X = X_sm

y = y_sm

X_train, X_test, y_train, y_test = train_test_split(X,y, test_size = 0.38, random_state=42)# transform the dataset
print('train dataset shape %s' %Counter(y_train))
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Ek.3 NB ile Siniflandirma Calismasi Kodlari

from sklearn.naive_bayes import GaussianNB
nb = GaussianNB()

nb_model = nb.fit(X_train, y_train)
nb_model

GaussianNB(priors=None, var_smoothing=1e-89)

from sklearn.datasets import make_classification
from sklearn.model_selection import cross_val_predict
from sklearn.naive_bayes import GaussianNB

from sklearn.metrics import classification_report

# generate some artificial data with 11 classes
#X, y = make_classification(n_samples=2808, n_features=28, n_informative=18, n_classes=l1, random_state=d)

# your classifier, assume GaussianNB here for non-integer data X

estimator = GaussianNB()

# generate your cross-validation prediction with 180 fold Stratified sampling
y_pred = cross_val_predict(estimator, X_test, y_test, cv=1@)

y_pred.shape

#0ut[91]: (2008,)

# generate report
print(classification_report(y_test, y_pred))

precision recall fl-score support

0.2 1.900 8.27 0.42 93

1.0 9.23 1.0e 2.37 20

micro avg .40 a.40 2.40 113
macro avg 0.61 0.63 2.40 113
weighted avg 0.86 8.4e 2.41 113

cv = StratifiedKFold(n_splits=18)
classifier = GaussianNB({)

tprs = ()
aucs = (]
mean_fpr = np.linspace(®, 1, 100)
plt.figure(figsize=(10,18))
i=1
for train, test in cv.split(X_train, y_train):
probas_ = classifier.fit{X_train[train], y_train(train)).predict_proba(X_train([test])
# Compute ROC curve and area the curve
fpr, tpr, thresholds = roc_curve(y_train[test], probas_[:, 1])
tprs.append(interp(mean_fpr, fpr, tpr))
tprs(-1][e] = @.@
roc_auc = auc(fpr, tpr)
aucs.append(roc_auc)
plt.plot(fpr, tpr, lw=1, alpha=2.3,
label='ROC fold = %d (AUC = %@.2f)' % (i, roc_auc))

is4=1
plt.plot((e, 1], [0, 1), linestyle='--', lw=2, color='r',
label='Rastgele Tahmin', alpha=.8)

mean_tpr = np.mean(tprs, axis=@)

mean_tpr(-1] = 1.0

mean_auc = auc(mean_fpr, mean_tpr)

std_auc = np.std{aucs)

plt.plot(mean_fpr, mean_tpr, color='b",
label=r'Ortalama ROC (AUC = %9.2f S\pm$ %0.2f)* % (mean_auc, std_auc),
lw=2, alpha=.8)

std_tpr = np.std{tprs, axis=0)

tprs_upper = np.minimun{mean_tpr + std_tpr, 1)

tprs_lower = np.maximun{mean_tpr - std_tpr, @)

plt.fill_between{mean_fpr, tprs_lower, tprs_upper, color='grey', alpha=.2,
label=r'$\pm$ 1 std. sapma‘)

plt.xlin((-2.01, 1.01])

plt.ylin((-0.01, 1.01])

plt.xlabel('0zgullik',fontsize=18)

plt.ylabel('Duyarlilik’, fontsize=18)

plt.title(*Gapraz Dogrulama Sonucu ROC Egrisi',fontsize=18)
plt.legend(loc="1lower right", prop={‘size’: 12})

plt.show()
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Ek.4 kNN ile Siniflandirma Calismasi Kodlari

from sklearn.preprocessing import StandardScaler

scaler = StandardScaler()

scaler.fit(X_train)

X_train = scaler.transform(X_train)

X_test = scaler.transform(X_test)

from sklearn.neighbors import KNeighborsClassifier

classifier = KNeighborsClassifier(n_neighbors=3, metric='euclidean')
classifier.fit(X_train, y_train)

KNeighborsClassifier(algorithn="auto', leaf_size=38, metric='euclidean',
metric_parans=None, n_jobs=Neone, n_neighbors=3, p=2,
weights="uniform')

y_pred = classifier.predict(X_test)
from sklearn.metrics import classification_report, confusion_matrix

print(confusion_matrix(y_test, y_pred))
print(classification_report(y_test, y_pred))

[(84 9]
[ 713])

precision recall fl-score support
0.9 9.92 8.9¢ 2.901 a3
1.0 9.59 8.65 2.62 20
micro avg 0.86 0.86 2.86 113
macro avg 8.76 8.78 e.77 113
weighted avg 9.86 0.86 2.86 113

error = []

for i in range(1, 29):
knn = KNeighborsClassifier{n_neighbors=i, metric="euclidean')
knn.fit{X_train, y_train)
pred_i = knn.predict(X_test)
error.append{np.mean(pred_i != y_test))

import matplotlib.pyplot as plt

plt.figure(figsize=(18, 6))

plt.plot{range(1, 28), error, color="green', linestyle='dashed', marker=‘o',
markerfacecolor="red", markersize=1@)

plt.title('Error Rate K Value')

plt.xlabel('K Degeri')

plt.ylabel('Ortalama Hata')

Text{@, ©.5, 'Ortalama Hata')

Erro- Rate K Vaue

ois

2

[
B
&

from sklearn.neighbors import KNeighborsClassifier

from sklearn import metrics

from sklearn.model_selection import RepeatedKFold

from sklearn.model_selection import cross_val_score

# 10-fold cross-validation with the best KNN model

knn = i sClassifier(n_nei s=1, metric='euclidean')
#cv = RepeatedKFold(n_splits=l@, n_repeats=l@, random_statewl)

# Instead of saving 18 scores in object named score and calculating mean
# We're just calculating the mean directly on the results
print(cross_val_score(knn, X_test, y_test, cv=18, scoring='accuracy').mean())

0.7606060606060607

from sklearn.datasets import make_classification
from sklearn.model_selection import cross_val_predict
from sklearn.metrics import classification_report

# generate some artificial data with 11 classes
#X, y = make_classification(n_samples=2808, n_features=28, n_informative=18, n_classes=11, random_state=d)

# your classifier, assume GaussianNB here for non-integer data X

estimator = knn = KNeighborsClassifier(n_neighbors=1, metric='euclidean')

# generate your cross-validation prediction with 18 fold Stratified sampling
y_pred = cross_val_predict(estimator, X_test, y_test, cv=10)

y_pred.shape

#0ut[91]: (2608,)

# generate report
print(classification_report(y_test, y_pred))

precision recall fl-score support

2.9 2.9 8.8¢ 2.85 93

1.e 8.39 0.6 .47 20

micro avg 0.76 0.76 .76 113
macro avg 2.64 e.7e 2.66 113
weighted avg 2.81 8.76 e.78 113
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cv = StratifiedKFold(n_splits=18, random_state=42)
classifier = KNeighborsClassifier(n_neighbors=1, metric='euclidean')
tprs

4]
aucs = []
mean_fpr = np.linspace(®, 1, 100)
plt.figure(figsize=(18,10))
i=1
for train, test in cv.split(X_train, y_train):

probas_ = classifier.fit{X_train[train], y_train(train)).predict_proba(X_train[test])
# Compute ROC curve and area the curve
fpr, tpr, thresholds = roc_curve(y_train[test], probas_[:, 1])
tprs.append(interp(mean_fpr, fpr, tpr))
tprs(-1] (@] = @.@
roc_auc = auc(fpr, tpr)
aucs.append(roc_auc)
plt.plot(fpr, tpr, lw=1, alpha=2.3,
label='ROC fold = %d (AUC = %@.2f)' % (i, roc_auc))

i4=1
plt.plot((8, 1], [@, 1), linestyle='--', lw=2, color='r’,
label='Rastgele Tahmin', alpha=.8)

mean_tpr = np.mean{tprs, axis=@)

mean_tpr(-1] = 1.8

mean_auc = auc(mean_fpr, mean_tpr)

std_auc = np.std{aucs)

plt.plot(mean_fpr, mean_tpr, color='b",
label=r'Ortalama ROC (AUC = %8.2f $\pm$ %0.2f)" % (mean_auc, std_auc),
lw=2, alpha=.8)

std_tpr = np.std{tprs, axis=9)

tprs_upper = np.minimun{mean_tpr + std_tpr, 1)

tprs_lower = np.maximum{mean_tpr - std_tpr, @)

plt.fill_between{mean_fpr, tprs_lower, tprs_upper, color='grey', alpha=.2,
label=r'$\pm$ 1 std. sapma’)

plt.xlin([-@.01, 1.01])

plt.ylin([-0.01, 1.01])

plt.xlabel('0zgillik',fontsize=18)

plt.ylabel('Duyarlilak’, fontsize=18)

plt.title(*Capraz Dogrulama Sonucu ROC Egrisi',fontsize=18)
plt.legend(loc="1lower right", prop={‘size': 12})

plt.show()
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Ek.5 DVM ile Siniflandirma Calismasi Kodlari

from sklearn.svm import SVC
svc_model = SVC(kernel = "rbf"}.fit(X_train, y_train)
svc_model

SVC(C=1.8, cache_size=208, class_weight=None, coef0=0.9,
decision_function_shape='ovr', degree=3, gamma='auto_deprecated’,
kernel="rbf', max_iter=-1, probability=False, random_state=None,
shrinking=True, tol=8.0@1, verbose=False)

y_pred = svc_model.predict(X_test)
accuracy_score(y_test, y_pred)

0.9823008849557522

svc_params = {"C": (@.0001, 9.901, @.1, 1, 5, 1@ ,5¢ ,10@],
“gamna": [0.@@e1, 0.001, 8.1, 1, 5, 10 ,50 ,1ee)}

svc = SVC()

svc_cv_model = GridSearchCV(svc, svc_paranms,
cv = 19,
n_jobs = -1,

verbose = 2)

svc_cv_model.fit(X_train, y_train)
Fitting 10 folds for each of 64 candidates, totalling 64@ fits
[Parallel(n_jobs=-1)]: Using backend LokyBackend with 4 concurrent workers.
[Parallel(n_jobs=-1)]): Done 39 tasks | elapsed: 2.4s
[Parallel(n_jobs=-1)]: Done 642 out of 648 | elapsed: 4.5s finished
GridSearchCV(cv=18, error_score='raise-deprecating’,
estimator=5VC(C=1.8, cache_size=208, class_weight=None, coef8=0.9,
decision_function_shape='ovr', degree=3, gamma='auto_deprecated’,
kernel="rbf', max_iter=-1, probability=False, random_state=None,
shrinking=True, tol=8.0@1, verbose=False)},
fit_params=None, iid='warn', n_jobs=-1,
param_grid={'C': [e.eee1, @.ee1, 0.1, 1, 5, 18, 5@, 18@], 'gamma': (e.@001, 0.001, o.1, 1, 5, 1@, 5@, 1@e]},
pre_dispatch='2=n_jobs®, refit=True, return_train_score='warn',
scoring=None, verbose=2)

print(“En iyi parametreler: " + str{svc_cv_nodel.best_params_))
En iyi parametreler: {"C': 1, 'gamma': €.0001}
svc_tuned = SVC(kernel = "rbf", C = 1, gamma = 9.08@1).fit(X_train, y_train)

from sklearn.datasets import make_classification
from sklearn.model_selection import cross_val_predict
from sklearn.metrics import classification_report

# generate some artificial data with 11 classes
#X, y = make_classification(n_samples=2888, n_features=28, n_informative=18, n_classes=11, random_state=8)

# your classifier, assume GaussianNB here for non-integer data X

estimator = SVC(kernel = "rbf", C = 1, ganma = ©.0001)

# generate your cross-validation prediction with 18 fold Stratified sampling
y_pred = cross_val_predict(estimator, X_test, y_test, cv=18)

y_pred.shape

#0ut[91]: (2688,)

# generate report
print(classification_report(y_test, y_pred))

cv = StratifiedKFoid(n_splits:lb, random_state=42)
classifier = SVC{kernel = "rbf", C = 1, gamma = 8.8@01, probability=True).fit(X_train, y_train)

import sklearn.metrics as metrics
# calculate the fpr and tpr for all thresholds of the classification
probs = svc_tuned.predict_proba(X_test)

tprs = ()
aucs = ()
nean_fpr = np.linspace(®, 1, 100)
plt.figure(figsize=(10,18))
i=1
for train, test in cv.split(X_train, y_train):
probas_ = classifier.fit{(X_train(train), y_train(train)).predict_proba(X_train[test])
# Compute ROC curve and area the curve
fpr, tpr, thresholds = roc_curve(y_train(test], probas_[:, 1])
tprs.append(interp(mean_fpr, fpr, tpr))
tprs(-1](e] = @.@
roc_auc = auc(fpr, tpr)
aucs.append(roc_auc)
plt.plot(fpr, tpr, lw=1, alpha=90.3,
label="ROC fold = %d (AUC = %@.2f)' % (i, roc_auc))

i4=1
plt.plot((@, 1], [@, 1), linestyle='--', lw=2, color="r‘,
label='Rastgele Tahmin', alpha=.8)

mean_tpr = np.mean{tprs, axis=@)

mean_tpr(-1] = 1.0

mean_auc = auc(mean_fpr, mean_tpr)

std_auc = np.std{aucs)

plt.plot(mean_fpr, mean_tpr, color='b",
label=r'Ortalama ROC (AUC = %0.2f S\pm$ %0.2f)" % (mean_auc, std_auc),
lw=2, alpha=.8)

std_tpr = np.std{tprs, axis=2)

tprs_upper = np.minimum{mean_tpr + std_tpr, 1)

tprs_lower = np.maximum{mean_tpr - std_tpr, @)

plt.fill_between{mean_fpr, tprs_lower, tprs_upper, color='grey', alpha=.2,
label=r*s$\pm$ 1 std. sapma‘)

plt.xlim([-@.01, 1.01])

plt.ylim([-@.01, 1.01])

plt.xlabel('0zgillik’',fontsize=18)

plt.ylabel('Duyarlilik®, fontsize=18)

plt.title(*Capraz Dogrulama Sonucu ROC E@risi',fontsize=18)
plt.legend(loc="1lower right", prop={‘size’: 12})
plt.show()
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